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Resumen

El presente trabajo de investigacion aborda el uso del aprendizaje computacional para
la implementacion de modelos de prediccion. El caso especifico abordado corresponde
a la determinacion de la cantidad de energia que puede producir la Central
Hidroeléctrica Coca Codo Sinclair a través de la prediccion del caudal del Rio Coca que
provee los recursos hidricos a la central. Para lograr este objetivo se utilizo los registros
historicos del caudal promedio diario del Rio Coca entre el afio 1972 y 2020. Los datos
histéricos se estructuraron mediante una serie temporal y sirvieron como base para la
generacion y entrenamiento de los modelos construidos usando Redes Neuronales.
Mediante un proceso automatico se generaron 240 modelos; los cuales fueron
evaluados con respecto al error generado entre las predicciones entregadas y los
valores reales de caudal. Con la evaluacion se identifico el Modelo cuya arquitectura y
pardmetros de ajuste presentd la mejor precision en el calculo de prondsticos del
caudal. Las predicciones del Modelo Final fueron evaluadas con aquellas calculadas
actualmente en la CHCCS con un Modelo Lineal (Arima), arrojando un RSME de 95,99
y MAPE de 25,70% para el Modelo Propuesto frente a un RSME DE 129,21 y un MAPE
de 32,46 para el Modelo Lineal (ARIMA). Finalmente se concluye que la aplicacion de
un Modelo de Prediccién, basado en técnicas de aprendizaje automatico, puede mejorar
la precisién de la programacion de la energia a generar por la CHCCS.
PALABRAS CLAVE:

e PREDICCION / PRONOSTICO

e REDES NEURONALES

e CAUDAL DEL RiO

e SERIES TEMPORALES



18

Abstract

This research work addresses the use of computational learning for the implementation
of prediction models. The specific case addressed corresponds to the determination of
the amount of energy that the Coca Codo Sinclair Hydroelectric Plant can produce
through the prediction of the flow of the Coca River that provides the water resources to
the plant. To achieve this objective, the historical records of the daily average value of
the Coca River between 1972 and 2020 were used. The historical data were structured
through a univariate time series and served as a basis for the generation and training of
the models built using Artificial neural networks. Through an automatic process, 240
models were generated; which were evaluated with respect to the error generated
between the predictions delivered and the real flow values. As a result of the evaluation,
the Model whose architecture and adjustment parameters presented the best precision
in the calculation of forecasts of the flow of the Coca River was identified. The
predictions of the Final Model were evaluated with those currently calculated in the
CHCCS with a Linear Model (Arima), yielding a RSME of 95.99 and MAPE of 25.70% for
the Proposed Model compared to an RSME OF 129.21 and a MAPE of 32.46 for the
Linear Model (ARIMA). Finally, it is concluded that the application of a Prediction Model,
based on machine learning techniques, can improve the precision of the programming of
the energy to be generated by the CHCCS.
KEYWORDS:

o PREDICTION / FORECAST

¢ NEURONAL NETWORK

e RIVER FLOW

e TEMPORAL SERIES
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Capitulo I: El Problema de Investigacion
Antecedentes

El Ecuador ha hecho uso complementario entre la energia hidroeléctrica
(renovable) y la energia térmica (no renovable). De acuerdo a las condiciones
geograficas propias del pais, desde inicios del siglo pasado la regién sierra contaba con
pequefias centrales hidroeléctricas, mientras que debido a la falta de caudales de agua
junto al factor de altura, las poblaciones de la costa optaron por el desarrollo de
centrales térmicas (Mena, 2017). Con el pasar del tiempo el Estado Ecuatoriano asumio
como deber satisfacer las necesidades de energia eléctrica en el pais, a través del
aprovechamiento 6ptimo de sus recursos naturales, considerando al suministro de
energia como un servicio de utilidad publica e interés nacional.

Con este antecedente se estableci6 el Sector Eléctrico Ecuatoriano, el cual se
comprendia entre otros componentes al Centro Nacional de Control de Energia
(actualmente CONELEC), Empresas Eléctricas de: generacion, transmision
(actualmente CELEC) y las Empresas eléctricas de distribucion y comercializacion. El
CENACE coordina el despacho de todos sus agentes generadores mediante la
elaboracion de la Planificacion Operativa Energética, cuyo objetivo es establecer una
politica 6ptima para el uso de los recursos disponibles para la generacion eléctrica. Para
la realizacion de la Planificacion Operativa Energética diaria, cada uno de los agentes
del MEM tiene la obligacién de suministrar al CENACE, a través de medios electronicos,
la curva de generacion prevista de cada agente generador con un umbral de prediccion
de 24 horas.

La Central Hidroeléctrica Coca Codo Sinclair (CHCCS), se encuentra bajo la

administraciéon y operacion de la Unidad de Negocio COCA CODO SINCLAIR, la cual
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pertenece a la Empresa Publica Estratégica Corporacién Eléctrica del Ecuador CELEC
E.P. La Unidad de Negocio Coca Codo Sinclair, a través de la Jefatura de Operacion de
la CHCCS tiene la responsabilidad de elaborar y remitir, con periodicidad diaria, al
CENACE la “programacion de la produccion de energia” con un umbral de 24 horas de
antelacion. Esta programacion corresponde a la “curva de generacion prevista” y es
usada como guia para la ejecucion del despacho diario por parte del personal técnico
del CENACE, y define de manera preliminar la asignacion del aporte de cada agente
generador, para suplir toda la demanda energética del MEM.
El Problema de Investigacién
Contexto del Problema

La programacion de la energia a producir por la CHCSS, es un proceso de
calculo numérico cuya precision en la actualidad esta relacionada exclusivamente a los
datos histoéricos de las variables que influyen la generacion eléctrica y a la experiencia
de los operadores/supervisores de la CHCCS. Este método de elaboracion, esta sujeto
a una estimacioén poco precisa de los valores de energia a generar por la CHCCS para
umbrales futuros, esto es consecuencia principalmente de la naturaleza estocastica y no
lineal entre las variables inmersas en el proceso de generacion hidroeléctrica (Sauhats,
Petrichenko, Baltputnis, Broka, & Varfolomejeva, A multi-objective stochastic approach
to hydroelectric power generation scheduling, 2016)
Planteamiento del Problema

La estimacion poco precisa en la prediccion (umbrales de 24 horas de
anticipacion) de la energia que la CHCCS puede producir, constituye la probleméatica a
ser abordada en el presente trabajo de investigacion. Podemos sefialar que el problema

planteado afecta de manera directa en el objetivo establecido por el CENACE para las
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tareas de Operacion y Mantenimiento de la CHCCS, el cual se enfoca en que las tareas
citadas anteriormente busquen alcanzar el “aprovechamiento 6ptimo de los recursos
hidricos disponibles de cada agente generador del MEM, en nuestro caso particular la
CHCCS.

En contraposicion a este objetivo, como consecuencia del problema suscitado

por la imprecisién en la estimacién de la energia a producir, se producen efectos como:

e Pérdida de Recursos Econémicos para CELEC EP, debido a una disminucion
en la facturacién de la energia generada por la CHCCS.

e Aumento del periodo de retorno de la inversion realizada por el Estado
Ecuatoriano en la construccion de la central.

¢ Incumplimiento de los aportes programados de energia de la CHCCS, de
acuerdo a la operacion del CENACE. Este incumplimiento se refleja en la
necesidad del uso de otras fuentes no renovables y con costos de generacion
mas altos (generacién termoeléctrica, importacion de energia).

¢ Reduccién de indicadores de eficiencia de Operaciéon de la CHCCS.

Una de las causas directamente relacionada con el problema detallado,
corresponde al mecanismo de calculo de la estimacion de la programacion de la energia
(neta y bruta) que la CHCCS estara en capacidad de generar con un umbral de
anticipacion de 24 horas. El método de célculo actual para establecer la curva de
prediccion de la energia para periodos futuros se puede considerar manual debido a
toda la carga operativa que los responsables de dicha actividad deben ejecutar. A esto
se suma el hecho que en la mayoria de ocasiones se afiaden correcciones a los
calculos manuales, los cuales son producto del discernimiento empirico y la experiencia

acumulada de los funcionarios responsables de la Supervision de la Operacion.
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Objetivos
Objetivo General

Implementar un Modelo de Prediccién de la produccién de energia de la
CHCCS, a través de técnicas de aprendizaje computacional, para mejorar el
aprovechamiento de los recursos hidricos disponibles.

Objetivos Especificos

OEL: Realizar una Revision Inicial de Literatura para identificar los métodos de
elaboracion de modelos predictivos, asociados a la generacién de energia
hidroeléctrica; y definir el método y los modelos que mejor se ajusten a la realidad de la
CHCCSs.

OEZ2: Identificar las fuentes de informacion relacionadas con las variables que
intervienen en la prediccién de la generacion hidroeléctrica de la CHCCS.

OE3: Implementar un modelo predictivo que permita elaborar la programaciéon
de la energia generada por la CHCCS.

OE4: Validar la efectividad del modelo implementado, para la prediccién de la
energia generada por la CHCCS, en comparacién con los registros histéricos.
Hipotesis

El uso de técnicas de aprendizaje computacional permite obtener una mejor
precision en la prediccion de la produccion de energia de la Central Hidroeléctrica Coca
Codo Sinclair.

Seflalamiento de Variables
Variable dependiente

Programacion de produccion de energia hidroeléctrica.
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Variable independiente

Modelo Predictivo basado en técnicas de aprendizaje computacional.
Justificacion, Importancia y Alcance

De acuerdo a la Ley del Régimen del Sector Eléctrico el CENACE tiene la
administracién de todas las transacciones del MEM, la CHCCS al ser un ente generador
suscrito al MEM se encuentra en obligacion de cumplir con los reglamentos y
regulaciones emitidos por el CENACE. Entre las disposiciones emitidas se indica que la
CHCCS debe proporcionar, de manera oportuna y veraz, toda la informacion que le sea
solicitada, con el objetivo de poder efectuar la planificacion operativa y el despacho de
la central (ARCONEL, 2019).

La informacién solicitada por el CENACE debe ser enviada de manera
obligatoria y periddica por la CHCCS a través de la programacion de energia, los datos
proporcionados corresponden a la “curva de generacion horaria prevista para el dia
siguiente”. La programacion debe ser enviada hasta las 10HO0 a.m. de cada dia 'y
responder a politicas 6ptimas de operacién del de la central embalse (minimo costo de
produccion, prevision de vertimientos, etc.), incluyendo los datos pronésticos del caudal
de la fuente hidrica que alimenta al embalse. El incumplimiento de esta obligacion esta
a sujeta a sanciones por parte del ente regulador (ARCONEL, 2000).

Utilizar un modelo de prediccion, basado en aprendizaje computacional, que
mejore la precision de la energia a producir por la CHCCS, es sin duda un aporte en
pos de un abastecimiento eléctrico bajo condiciones de soberania y priorizando el uso
de energias renovables, Y aporta en la sustitucién progresiva de fuentes no renovables,
mismas que son m4s costosas y contaminantes; como el caso de la generacion térmica

(MEER, 2016).



24

Con estas consideraciones el alcance del presente trabajo de investigacion esta
orientado en mejorar la precision de la programacién de la energia a generar por la
CHCCS, con un umbral de 24 horas de antelacion, mediante la implementacion de un
modelo predictivo basado en técnicas de aprendizaje computacional. Para la
consecucion de este objetivo general se iniciara con la fase de “entendimiento del
negocio”, lo que implica empoderarse de la forma actual de elaboracién de la
programacion de la energia a producir por la CHCCS.

De manera paralela podremos definir el estado del arte a través de una revision
sistematica de literatura; lo que nos permitird determinar el modelo predictivo y la
técnica de aprendizaje computacional mas adecuados para abordar de manera exitosa
la problematica planteada de acuerdo a su naturaleza. Con estos objetivos alcanzados
se realizara la fase mas extensa, que consiste en el proceso de extraccion,
transformacion y limpieza de los datos que serviran de entrada para el modelo a
implementarse. Finalmente, de acuerdo a nuestra metodologia de desarrollo de la
investigacion (Werick, 2017), se sometera el modelo implementado a datos nuevos y se
validara la efectividad del mismo con respecto a la hipétesis planteada.

Preguntas de Investigacion
OE1 - RQL1.1: ¢ Existe algun método formal para la elaboracion de la

programacion de energia a generar por la CHCCS?

OE1- RQ1.2: ;Cuales son métodos, técnicas y modelos que reportan mayor

precision en la predicciéon de generacion de energia hidroeléctrica?

OE2 - RQ2.1: ¢ Cuales son los registros de operacion de la CHCCS que
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intervienen de modo directo en la elaboracion de la programacién de la energia a

generar?

OE2 - RQ2.2: ¢ Qué técnicas de extraccion, transformacion y limpieza son
necesarias ejecutar para preparar los datos relacionados con la programacioén de la

energia a generar?

OE3 - RQ3.1: ¢Cuales fueron los criterios de seleccion para definir el modelo
implementado?
OE3 - RQ3.2: ¢ Cuales son los parametros de ejecucion utilizados y definidos

para la implementacién del Modelo?

OE4 - RQ4.1: ¢ Qué margen de error arroja el modelo con respecto a los datos

utilizados para su implementacién?

OE4 — RQ4.2: ¢ La precision de la programacion de energia a generar por la
CHCCS, calculada a través del modelo implementado, mejoré en comparaciéon con los

valores generados de forma habitual?

Metodologias
Metodologia de Investigacion

La metodologia de investigacion utilizada sera cualitativa, y se desarrollara a
través de la técnica de estudio de caso. Los objetivos que persigue esta técnica son:

e Elaboracién de una o varias hipétesis
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¢ Confirmacién de hipoétesis
e Descripcion y registros de los hechos

e Comprobacion o comparaciéon de situaciones similares

Fases de la Metodologia de Estudio de Caso. De modo tradicional, la
ejecucion de un Estudio de Caso estd compuesto por cinco fases, citadas a
continuacion (Rovira, s.f.):

Seleccién de Caso. Esta fase inicia con la definicién del problemay los
objetivos que queremos alcanzar. Con estas definiciones resueltas procedemos a
establecer el ambito para nuestro estudio y seleccionamos un caso apropiado y
relevante.

Elaboracién de Preguntas. Una vez seleccionado nuestro caso y tema de
estudio establecemos un conjunto de preguntas que se quiere despejar una vez
finalizado el trabajo de investigacion.

Localizacién de fuentes y recopilacion de datos. Para poder identificar las
fuentes de la informacién necesaria para nuestro trabajo se puede hacer uso de:
técnicas de observacion, entrevistas con los involucrados, etc. Con las fuentes
establecidas planteamos las técnicas necesarias de acuerdo a cada caso particular para
poder realizar los procesos de recopilacion centralizada de los datos necesarios.

Andlisis e interpretacion de la informacion y los resultados. Con los datos
recopilados y procesados pasamos a la comparacion de nuestros resultados con la
hipotesis planteada en un inicio. Y como resultado de este analisis comparativo él o los
investigadores generar una seria de conclusiones sobre el resultado del trabajo de

investigacion.
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Elaboracién de Informe. Finalmente se prosigue con el registro detallado y
cronologico de los datos de nuestro estudio de caso. Se necesita especificar los pasos
seguidos para llegar a las conclusiones finales, asi como el proceso de obtencién de la
informacion. Una caracteristica primordial de este informe es que su redaccion debe ser
en lenguaje claro y que permita la comprension al lector, de todos sus puntos.
Metodologia de Desarrollo

El presente trabajo de investigacion se llevara cabo mediante una técnica hibrida
entre las fases de CRISP — DM (CRoss-Industry Standard Process for Data Mining) y la
Metodologia agil.

El objetivo de utilizar esta técnica hibrida es poder aprovechar las ventajas que
entrega el poder adaptar las fases tradicionales de CRISP-DM a la forma de trabajo
iterativa de la Metodologia Agil (SCRUM):

e Descomponer el trabajo necesario, para alcanzar nuestro objetivo, en piezas
mas pequefias (sprints) y mas manejables.

e Poder entregar un producto potencialmente usable después de cada sprint.

e La ejecucion de los sprints generara un proceso incremental de ajuste entre los
resultados obtenidos y el objetivo; retroalimentado con los requerimientos de los

interesados.

CRISP — DM. Se puede describir a CRISP-DM como una metodologia que sigue
una estructura jerarquica, es un modelo bastante flexible que pretende adaptarse a las
necesidades especificas de mineria de datos de una organizacion.

Esta estructura tiene como fin la obtencion de resultados de forma mas rapida y

eficiente y comprende las siguientes fases:
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Comprensidn del Negocio. En esta fase se busca la comprension de los
objetivos del Negocio. Esto se traduce en tener la capacidad de definir los datos
necesarios para cumplir los objetivos definidos.

Estudio y Comprensién de los Datos. Las actividades de esta fase
comprenden la recoleccion inicial de datos, familiarizacion de los datos, reconocimiento
de problemas de calidad de los datos e identificacion preliminar del comportamiento y
patrones de los datos.

Preparacion de los Datos. Con base en la recoleccién de datos en la fase
previa, esta fase se encargar de realizar los procesos de limpieza y preparacion de los
datos. Estas tareas se enfocan en que los datos se estructuren de tal manera que
puedan ser utilizados en fase de modelado.

Modelado. En esta fase seleccionamos y aplicamos técnicas de modelado que
permitan alcanzar el objetivo planteado. Cada técnica de manera general tiene sus
propios parametros e incluso puede ser necesario preparar realizar estructuras
adicionales de datos para ciertos modelos.

Evaluacién. Para este punto ya se deben haber desarrollado varios modelos o
varias iteraciones mejoradas de un modelo especifico que nos permite realizar
comparaciones y llegar a conclusiones sobre la capacidad del modelo de haber
alcanzado nuestro objetivo.

Despliegue. La fase final es presentar modelo realizado al cliente final, esto
puede comprender ejecuciones periodicas del modelo o incluso procesos de

implementacion de procesos automatizados, sistemas, aplicativos, etc.
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Figura 1

Diagrama de las fases de CRISP-DM

Business Data
Understanding Understanding

Data
Preparation
-
Deployment %
D;ta Modeling

Nota: Tomado de (Cross Industry Standard Process for Data Mining, 2020)

Metodologia Agil Scrum. SCRUM es una de las méas conocidas metodologias
agiles, en la cual un grupo de trabajo ejecuta tareas definidas de trabajo en un periodo
de tiempo determinado, periodos conocidos como “sprints” o iteraciones. Estos sprints
generalmente no duran mas de un mes. Para arrancar con un sprint se elabora una lista
de funcionalidades que debera contener nuestro producto final, las funcionalidades
definidas en esta lista son priorizadas de acuerdo a la importancia que guardan con los
objetivos del negocio (Martinez, s.f.). Las funcionalidades que fueron escogidas como
prioritarias se convierten en los objetivos a entregar al final del primer sprint. Cuando se
ha finalizado el primer sprint, a través de retroalimentacion, se definen los refinamientos

a realizarse en el producto final, y se toman las funcionalidades que siguen dentro del
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orden de prioridad y se realiza un nuevo sprint. Este proceso tal como se muestra en la
Figura 2 se repite de manera iterativa hasta alcanzar el objetivo final y cumplir con todas
las funcionalidades requeridas del producto final.

Figura 2
Metodologia Agil SCRUM

Colaboracién cliente - equipo
Planificacién Colaboracion intraequipo
de la iteracion f
Seleccién o) EREE

de requisitos

Sincronizaciones
diarias

Retrospectiva
Demostracion
de requisitos

Nota: Tomado de (Proyectos Agiles, s.f.)

Metodologia Hibrida Propuesta.

La metodologia que se plantea combina las fases definidas de CRISP-DM con
los sprints iterativos de la metodologia SCRUM. Para esto se propone dividir la
ejecucion del presente trabajo de investigacién en tres fases:

¢ Definicion del Objetivo del Negocio
e Construccién del Modelo
e Implementacion del Modelo

Cada una de estas fases se las ejecutara mediantes sprints, hasta que el
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resultado final de cada una pueda ser el insumo de arranque para la siguiente fase. El
diagrama de la metodologia hibrida propuesta se muestra en la Figura 3, donde se
plantean tres fases principales y dentro de cada una se utiliza una o varias de las tareas
definidas en la metodologia CRISP-DM.

Figura 3

Diagrama de Metodologia Hibrida de Investigacion

Construccién del Modelo
s ™

Preparacion
detallada de los
datos
7’ \/ Despliegue
Evaluacion de Modelamiento
Modelos Final
Definicién del Objetivo del Implementacién del Modelo
Negocio

Nota: Elaboracion Propia, 2020

Definicion del Objetivo de Negocio. En esta fase se plantea realizar sprints
gue nos permite entender el negocio a través de varias iteraciones que vayan desde el
entendimiento del negocio hasta la construccion de modelos iniciales. Estos modelos
iniciales buscan entender el comportamiento y naturaleza de los datos iniciales. A su
vez estos modelos iniciales se pueden analizar con los interesados para identificar
cuales son los datos que pueden aportar a la consecucion del objetivo del negocio.

Construccion del Modelo. Una vez comprendido el objetivo de Negocio, a

través de los sprints realizados en la fase anterior, estamos en capacidad de poder
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escoger el conjunto de datos con los cuales se construiran los distintos modelos
propuestos. En los sprints de esta fase se vuelven a repetir las actividades de la fase
anterior: Preparacion de los Datos, y Modelamiento; sin embargo en este punto ambas
actividades son de caracter mas complejo ya que estan orientados a la construccion de
los modelos que seran evaluados como solucién de la problematica planteada.

Despliegue. Finalmente con el modelo o modelos escogidos como solucién, se
realiza la implementacién para el llamado usuario final. Y también contiene una
evaluacion final de la solucién desplegada. Sin embargo se considera que esta actividad
esta implicita en el despliegue y en teoria se esperaria que en esta fase final se ejecute
en dos sprints.

Relacion Entre los Objetivos Especificos y la Metodologia de Desarrollo Hibrida
propuesta.

La consecuciéon de cada uno de los objetivos seran alcanzados a través de la
ejecucion de las fases que componen la metodologia de investigacion hibrida propuesta
previamente. En la Tabla 1 se detalla la relacion establecida entre los Objetivos
Estratégicos planteados con la o las fases que componen la Metodologia Hibrida
propuesta; ademas se incluyen las tareas necesarias para ejecutar cada fase.

Tabla 1

Relacion: Objetivos Especificos - Fases de Metodologia de Investigacion

OBJETIVOS ESPECIFICOS FASES DE LA METODOLOGIA
HIBRIDA PROPUESTA

OEZ1: Realizar una Revision Inicial de Literatura para  Definicion del Objetivo de
identificar los métodos de elaboracién de modelos Negocio: (Comprension del
predictivos, asociados a la generacion de energia Negocio — Estudio y
hidroeléctrica; y definir el método y los modelos que Comprension de los Datos)
mejor se ajusten a la realidad de la CHCCS.
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OBJETIVOS ESPECIFICOS

FASES DE LA METODOLOGIA
HIBRIDA PROPUESTA

OE2: Identificar las fuentes de informacion
relacionadas con las variables que intervienen en la
prediccion de la generacion hidroeléctrica de la
CHCCs.

OE3: Implementar un modelo predictivo que permita
elaborar la programacion de la energia generada por
la CHCCS.

OEA4: Validar la efectividad del modelo implementado,
para la prediccion de la energia generada por la
CHCCS, en comparacion con los registros historicos.

Definicion del Objetivo de
Negocio: (Preparacion Inicial de
los datos — Modelamiento Inicial)

Construccion del Modelo:
(Preparacién Detallada de los
Datos — Modelamiento Final)

Construccion del Modelo:
(Evaluacion del Modelo)
Implementacion del Modelo
(Despliegue)

Nota: Elaboracién Propia
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Capitulo Il: Revisién de Literaturay Marco Tedrico
Revision de Literatura
Para analizar el estado del arte se utilizé el proceso de Revision Inicial de

Literatura (RIL) Con el problema ya planteado en el capitulo 3 de este documento
continuaremos con las siguientes fases, a saber:

e Definicién del objetivo de la Revision Inicial de Literatura

e Criterios de inclusion y exclusion

e Grupo de Control

e Cadena de Busqueda

e Proceso de Seleccion

¢ Resultados y sintesis

Motivacion de la Revision Inicial de Literatura

La ejecucion de la RIL tiene como propdésito poder determinar el estado del arte
de la problematica que representa la estimacién de la programacion de energia a
generar en centrales hidroeléctricas relacionado con causa de dicha problematica, en
concordancia con el alcance definido en el presente trabajo de investigacion.
Criterios de Inclusién y Exclusion

La definicion de los siguientes criterios permitié definir estudios que se
encuentren enmarcados en el propdsito del trabajo de investigacion de una forma mas
explicita.

Inclusion. Estudios que hayan sido publicados desde el afio 2014 hasta la
actualidad, con el objetivo de abarcar investigaciones actuales con respecto a la

problematica planteada.
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e Estudios publicados en bibliotecas digitales reconocidas y redactados en inglés.

e Estudios de investigacion relacionados con el aprovechamiento de recursos
hidricos y programacion de energia de centrales hidroeléctricas, con soluciones
orientadas a técnicas de aprendizaje computacional.

e Estudios que reporten comparaciones entre soluciones orientadas al aprendizaje
computacional y otros métodos alternativos.

Exclusién. Estudios que utilicen técnicas de aprendizaje computacional que
aborden la problematica.

o Estudios realizados en las llamadas “Small Hydropower”, es decir centrales de
generacién hidroeléctrica de baja potencia instalada. Por no tener relacién con la
potencia instalada en la CHCCS.

e Estudios que traten de sistemas de programacion o planificacién a largo plazo.
Estrategia de Busqueda

La ejecucion de la RIL tiene como propdésito poder determinar el estado del arte
de la problemética que representa la estimacion de la programacion de energia a
generar en centrales hidroeléctricas y de la causa de esta problematica de acuerdo al
alcance definido en el presente trabajo de investigacion. Para lograr este cometido se
ejecutan las siguientes tareas:

Revision Inicial. Se ejecutd la busqueda inicial en distintas bibliotecas digitales,
y se realiz6 una seleccién preliminar de los estudios que conformarian en grupo de
control.

Validacién Cruzada. Con apoyo por parte del docente evaluador se analizaron
los estudios preseleccionados, y se verificd que cumplan con los criterios de inclusién y

exclusion planteados.



36

Integracion del Grupo de Control. En base a las dos actividades precedentes

y a través de la discusion de los estudios resultantes de dichas actividades, se conformo

el Grupo de Control con los estudios mostrados en la Tabla 2.

Tabla 2

Grupo de Control

ESTUDIO TITULO PALABRAS CLAVES

DE

CONTROL

EC1 Multistep-ahead Streamflow and  Prediction, ANNs, Hydroelectric,
Reservoir Level Prediction Using  Reservoir Level, Streamflow
ANNSs for Production Planning in
Hydroelectric Stations

EC2 Comparison of multiple linear Hydropower reservoir, operation rule
regression, artificial neural derivation, multiple linear regression,
network, extreme learning artificial neural network, extreme
machine, and support vector learning machine, support vector
machine in deriving operation machine, dynamic programming
rule of hydropower reservoir

EC3 Hybrid metaheuristic of artificial Artificial Neural Network (ANN), Bat
neural network — Bat algorithm Algorithm, electricity production, water
in forecasting electricity consumption, hydropower
production and water
consumption at Sultan Azlan
shah Hydropower plant

EC4 ANN-based forecasting of ANN, forecasting, hydropower,
hydropower reservoir inflow reservoir inflow

EC5 A water flow forecasting for dam  Forecasting, Hydroelectric power
using neural networks and generation, Neural Networks
regression models

EC6 Modeling and simulating of Reservoir operation, Artificial
reservoir operation using the intelligence, BP neural network, SVR,
artificial neural network, support  LSTM
vector regression, deep learning
algorithm

EC7 Hydrological flow rate estimation  Flow rate, Artificial neural networks,

using artificial neural networks
Model development and potential
applications

Monte-Carlo simulation, Climatic
scenario, Hydroenergy production

Nota: Elaboracion Propia, 2020
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Cadena de Busqueda

Como punto inicial para esta actividad se definieron los términos representativos
gue servirdn de base para la estructura de la cadena de busqueda. La Tabla 3 presenta
una sintesis jerarquica de términos (orden por frecuencia de apariciones).

Términos Representativos de la Cadena de Busqueda. Como punto inicial
para esta actividad se definieron los términos representativos que serviran de base para
la estructura de la cadena de blsqueda. La Tabla 3 presenta una sintesis jerarquica de
términos (orden por frecuencia de apariciones).

Tabla 3

Sintesis Jerarquica de términos

TERMINO EC1 EC2 EC3 EC4 EC5 EC6 EC7 NUMERODE
REPRESENTATIVO APARICIONES

Avrtificial X
Neural

Network

Algorithm

Dam X
Forecast

Inflow — flow

Hydropower

Prediction X
Reservoir X
schedul*

Plant X X

X X X X
XX X X X X
X X X
XX X X X

x

X
XXX X XXXX

XXX XX XX XXX X
X X X

X X X X

X X
WwWhADAMDMNOTOON

X

Nota: Elaboracion Propia, 2020

Para la construccion de la cadena de busqueda se utilizaron los términos
representativos del grupo de control, los términos fueron relacionados entre si a través
de los operadores I6gicos AND, OR y *. Adicional a éstos términos de acuerdo a los

criterios de exclusion se afiadieron los términos: short-term system (sistemas a corto
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plazo) Mediante ejecucion iterativa de busquedas en el los repositorios digitales se

definio la siguiente cadena de busqueda:

( ( TITLE-ABS ( hydropower AND reservoir) OR TITLE-ABS ( hydropower AND plant
)) AND ( TITLE-ABS ( artificial AND neural AND network ) OR TITLE-ABS ( ann*))
AND ( TITLE-ABS ( forecast*) OR TITLE-ABS ( schedul*))) OR ( ( TITLE-ABS (
artificial ) AND TITLE-ABS ( neural)) AND ( TITLE-ABS (dam) OR TITLE-ABS (
predict* ) ) AND TITLE-ABS ( reservoir) AND TITLE-ABS (power)) OR (( TITLE-
ABS ( scheduling ) AND TITLE-ABS ( hydropower AND plant) AND TITLE-ABS (
system ) AND ( TITLE-ABS ( short-term ) AND TITLE-ABS ( algorithm ) ) ) OR (
TITLE-ABS ( forecasting) AND TITLE-ABS ( streamflow ) AND TITLE-ABS ( neural)
AND TITLE-ABS ( algorithm*)))

Proceso de Seleccion

El resultado de este proceso fue alcanzando mediante la validacion cruzada de
los estudios arrojados por la cadena de busqueda en el repositorio digital SCOPUS. Los
estudios escogidos fueron sometidos a los filtros ya establecidos anteriormente en el
presente documento y al analisis consensuado por parte de los revisores.
Sintesis y Resultados

A continuacion se presentan la sintesis de los estudios que obtuvieron como
resultado del proceso de seleccion, el resumen presentado tiene como objetivo resaltar
las caracteristicas del Estado del Arte.

Multistep-ahead Streamflow and Reservoir Level Prediction Using ANNSs for

Production Planning in Hydroelectric Stations (Hernandez, Asqui, Arellano, & Cunalata,

2017): Los autores nos presentan el uso de redes neuronales utilizando bucles abiertos
y cerrados para realizar la prediccion del caudal y del nivel del embalse de una presa en
Ecuador. Para esto utilizan como variables de entrada inicial: caudales histéricos,
energia activa generada histérica y el nivel del embalse (histérico y prondstico). Como

resultado del entendimiento de los datos identifican 3 temporadas climéticas (verano,
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invierno ligero e invierno fuerte) los cuales son determinantes para la configuracion de
los parametros las capas y neuronas del modelo implementado. Los resultados de este
trabajo muestran que los niveles de error entre los valores pronosticados con relacion a
los reales disminuyen de manera considerable con horizontes pequefios de prondstico
(3 horas y 6 horas).

Comparison of multiple linear regression, artificial neural network, extreme

learning machine, and support vector machine in deriving operation rule of hydropower

reservoir (Niu , y otros, 2019): En este estudio los autores presentan utilizan cuatro
métodos para elaborar reglas de operacion del reservorio de una hidroeléctrica (China,
reservorio Honghiadu). Para presentar un punto de referencia a los resultados de esta
comparativa, se utilizara el método convencional utilizado en la central; el cual consiste
en ejecutar la operacion de la misma con base en los graficos de datos histéricos y la
experiencia del operador. Los estudios referenciados en este trabajo dan cuenta que
las ANN proveen resultados razonable con respecto a problematicas relacionadas con
recursos hidricos. De acuerdo a sus resultados los métodos de pronéstico que
hicieron uso de algoritmos de inteligencia artificial entregaron mejores resultados que
los métodos convencionales como las regresiones lineales; esto sobre todo a que el
problema de manejo de recursos hidricos y sus variables no tiene una relacién linear
entre ambas. Los resultados incluyen una comparacién incluso con el método basado
en los gréficos de datos historicos y la experiencia de los operadores de la
hidroeléctrica, y la comparativa muestra que este método no toma en consideracion la
naturaleza no linear de la problematica a tratar.

Hybrid metaheuristic of artificial neural network — Bat algorithm in forecasting

electricity production and water consumption at Sultan Azlan shah Hydropower plant
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(Hussin, Malek, Jaddi, & Hamid, 2016): Este trabajo de investigacion realza la
importancia del uso de las Hidroeléctricas como una alternativa limpia para la
generacién de energia. A partir de este punto propone la creacion de un sistema de
computacion, que exhiba muestras de inteligencia artificial, con el objetivo de usar
conocimiento para realizar la calendarizacion de la generacion hidroeléctrica. El
propésito de dicha calendarizacion es estimar la cantidad Optima de energia producida
por las unidades generadoras de una central, para las siguientes N horas (24 horas
para este caso) en el futuro. El uso de redes neuronales para este caso produjo un
minimo error en comparacion con el uso de l6gica difusa y razonamiento basado en
casos o0 en conocimiento. Para corroborar la capacidad del modelo para la prediccion,
los autores utilizan una evaluacién del error de los prondsticos. De igual manera se
establece un punto de referencia para poder realizar la comparacion de resultados; en
este caso se usan: un nuevo modelo hibrido propuesto, un modelo de redes neuronales
ya existentes y los valores histéricos de produccion de energia de la central. En los
resultados nos muestra que hay una mejora utilizando el modelo hibrido con respecto al
modelo original de redes neuronales; sin embargo el autor no presenta el pseudocodigo
del modelo mejorado por cuestiones de propiedad intelectual.

ANN-based forecasting of hydropower reservoir inflow (Sauhats, Petrichenko,

Broka, Baltputnis, & Sobolevskis, 2016): Este estudio parte con la premisa de que los
métodos convencionales de prediccion para reservorios de plantas hidroeléctricas,
como los modelos de series temporales consideran que el caudal que alimenta al
reservorio esta auto correlacionado y que se comporta con las mismas tendencias a
través del tiempo. Como resultado del uso de estas técnicas no se puede describir de

manera correcta la naturaleza no lineal del comportamiento de caudales; necesidad por
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la cual surge el uso de técnicas de inteligencia artificial para ser aplicados como
solucién a esta problemética. Una de las técnicas son las redes neuronales. Para probar
gue los resultados de prondstico de las redes neuronales describen de mejor manera el
comportamiento no lineal de un caudal, se toma como punto de referencia y
comparacion se los compara con resultados de técnicas de series temporales como son
ARMA y ARIMA. Los autores utilizaron 4 enfoques para desarrollar los modelos de
prediccion en los que se usaron formulas para definir los parametros de configuracion
de las redes neuronales y a su vez distintos enfoques de los datos de entrada de
acuerdo a las variables historicas disponibles. Como conclusién indican que el uso de
redes neuronales mejora la precisién de prondstico con respecto a métodos de series
temporales y mas auln con relacién a métodos basados en calculos empiricos.

A Multi-Objective Stochastic Approach to Hydroelectric Power Generation

Scheduling (Sauhats, Petrichenko, Baltputnis, Broka, & Varfolomejeva, A multi-objective
stochastic approach to hydroelectric power generation scheduling, 2016): El presente
estudio recalca la naturaleza no lineal y estocastica de las variables relacionadas a la
programacion de la generacién de la energia hidroeléctrica. Y a partir de este punto
propone enfoques de multiples objetivos para optimizar la generacion hidroeléctrica. Y
es asi que propone el uso de varias técnicas de optimizacién como: linear
deterministica, no linear estocastica y deterministica con programacion dinamica. Los
problemas a tratar dentro de los objetivos planteados incluyen prondsticos de: precios
de energia generada, caudal de entrada, demanda del mercado eléctrico y estrategia de
operacion horaria de la central. Para abordar cada uno de estos problemas los autores
analizan y explican la razon que sustenta la aplicacion de cada una de las técnicas

citadas anteriormente. Y es precisamente esta actividad que se considera como el
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principal aporte del este trabajo. Como caso de estudio se aplica este trabajo en la
empresa H-GENCO de Brasil que pertenece al Mercado Eléctrico Brasilefio, y que
depende de una programacion de energia generada precisa para poder optimizar los
beneficios resultantes de su operacion.

A Generalized Decision Support System for Short-Term Scheduling of China’s

Big Hydropower Systems (Shen & Cheng, 2015): En este trabajo se analizan las

ventajas de un Sistema de Soporte a decisiones para la programacion a corto plazo de
la generacion de Sistemas Hidroeléctricos. Destaca estudios anteriores de cémo el
aparecimiento y desarrollo de Sistemas DSS ayudan a los operadores e ingenieros de
las centrales hidroeléctricas a reducir cargas de trabajo y obtener mejores practicas en
las politicas de operacién. Sin embargo también detalle los principales retos para la
implementacion de este tipo de sistemas, sobre todo en lo relacionado a la naturaleza
de la cantidad de variables que influyen en la programacion de generacion. Se
menciona variables basicas (unidades generadores, caracteristicas de embalse),
condiciones de operacion (reservorio inicial, caudal) y restricciones (maximos y minimos
de almacenamiento en embalse, demanda de energia, capacidad de turbinas). Sin
embargo de esto el principal aporte del trabajo consiste en relacionar la implementacién
de este tipo de Sistemas DSS con el patron MVC. Es asi que propone un mapeo entre
MVC y el DSS, el cual a breves rasgos se define asi: Model - Data Management
Subsystem, Controller - Operation Subsystem y View - Result Management Subsystem.
Se puede hacer una equivalencia de los componentes del DSS con el proceso general
de implementacion de un modelo predictivo de la siguiente forma: Proceso ETL - Data
Management Subsystem, Implementacién del Modelo Predictivo - Operation Subsystem

y Validacién del Modelo - Result Management Subsystem.
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Forecasting Daily Streamflow Discharges Using Various Neural Network Models

(Nacar, Hinis, & Kankal, 2018): De acuerdo a los estudios referenciados en este trabajo
de investigacién el 90% de casos de aplicacién de hidrologia han usado redes
neuronales convencionales (feedforward), a saber con el estandar de perceptron
multicapa. Con esta premisa los objetivos de los autores se enfocan en hacer un
comparativo de modelos de prediccion basados en redes neuronales con distintas
variaciones en cuanto a los métodos y a los algoritmos de aprendizaje. Distintos
aspectos son abarcados por los tres métodos que se usaron para la elaboracién del
estudio; estos son: MLP-NN (Multilayer Perceptron Neural Network) que proponen el
uso de varias capas ocultas en la red, con el objetivo de intervenir entre las variables de
entrada y los resultados de salida de la red. PCA-NN (Principal Component Analysis
Neural Network) que es usada para resolver problemas con varios parametros, para lo
cual plantea escoger un minimo de parametros principales de entrada a la red con un
minimo de pérdida de informacion. TLR-NN (Time Lagged Recurrent Neural Network)
es uno de los métodos mas usados en hidrologia debido a su facilidad de uso, ademas
gue introduce retrasos de tiempo en la estructura de la red para ajustar sus valores
durante el entrenamiento. Cada modelo ademas se lo relaciond con un solo algoritmo
de aprendizaje para poder establecer los distintos modelos a implementar. Con los
resultados de la aplicacién de estos modelos, los autores presentan una comparativa
estadistica del desempefio de los modelos, esto a través del analisis del Error Medio,
Error Cuadratico Medio y el Coeficiente de Correlacion de las variables.
Conclusion del Estado del Arte

Basados en la sintesis de los estudios primarios podemos observar que la

generacion hidroeléctrica cada vez gana mas espacio a nivel mundial, sobre todo por



44

ser la principal fuente de energia limpia y renovable. Por tal motivo es de suma
importancia, en las centrales hidroeléctricas, el lograr el mayor aprovechamiento posible
de los recursos hidricos. La herramienta utilizada en la Operacién de las Centrales
Hidroeléctricas es la programacion de energia que puede generar cada una de ellas. En
cada una de las Centrales Hidroeléctricas un objetivo imperante es poder predecir con
una gran precision los recursos hidricos con los que se podra contar, y los cuales se
podran traducir en energia generada.

Existen varios métodos utilizados para la elaboracién de este prondstico, desde
métodos basados en la experiencia de los operadores, aproximaciones basadas en la
observacion de histogramas de tendencias, hasta métodos lineales simples. Cada uno
de estos métodos con diferentes resultados. Sin embargo la naturaleza no lineal de las
variables que intervienen en prondésticos relacionados a la programacion de energia,
resulta en que la estimacion basada en los métodos mencionados tenga un alto
porcentaje de imprecision, incluso si se usan combinaciones de uso entre estos
métodos.

Los estudios analizados muestran que problemas de prediccion no lineales,
como la programacion de energia hidroeléctrica, encuentran soluciones mas precisas al
ser tratados mediantes técnicas de aprendizaje computacional como: Support Vector
Machine, Redes Neuronales, Logica Difusa, etc.

Los trabajos analizados reportan predicciones mas precisas con la utilizacion, y
sobre todo con la automatizacion, de modelos predictivos basados en aprendizaje
automatico. Vale la pena sefialar que el Deep Learning (simulacién de comportamiento
del cerebro humano) es una de las técnicas mas utilizadas en la gran mayoria de

estudios encontrados, esto se sustenta sobre todo por los niveles cada vez mas bajos
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de error en las predicciones entregadas por ésta técnica.

Finalmente el aporte del presente trabajo consiste en comprobar el uso de
Modelos de Deep Learning (Redes Neuronales) para la prediccion de series temporales
univariantes; a diferencia de los estudios del grupo de control basados en modelos
multivariantes. De igual manera es aporte se traduce en apoyo en los objetivos
estratégicos de la CHCCS para la prediccion y futuro aprovechamiento (umbral de 24
horas) de los recursos hidricos disponibles para la generacion de energia eléctrica.
Marco Teorico

A través de la definicion de las variables que intervienen en la problemaética, se
establece la jerarquia de estudio. Mediante ésta jerarquia se procede a desarrollar la
categorizacién en la Figura 4, tanto de la variable dependiente como independiente.
Figura 4

Variable dependiente e independiente

Mercado

Eléctrico Inteligencia

Mayorista Artificial
MEM

Agentes del Machine
MEM Learning

Procedimientos .
de Despacho y Deep Learning
Operacion

Computacional
{Automatico)

Variable Variable
Dependiente Independiente

Nota: Elaboracion Propia, 2020
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Categorizacién de la Variable Dependiente

Mercado Eléctrico Mayorista. En el Ecuador toda la energia eléctrica es
comercializada a través del MEM (Mercado Eléctrico Mayorista), el mismo que se define
como:

“El mercado integrado por generadores, transmisores, distribuidores y grandes
consumidores, donde se realizan transacciones de grandes bloques de energia
eléctrica. Asi mismo incluye la exportacién e importacion de energia y potencias
eléctricas”

Agentes del MEM. Los agentes que integran el MEM se definen asi (CONELEC,
2016):

Generador. “Personal natural o juridica, titular de una concesién, permiso o
licencia para la explotacién de una o varias centrales de generacion eléctrica.”

Transmisor. “Empresa titular de la concesién para la prestacion del servicio de
transmision y la transformacion de la tension vinculada a la misma, desde el punto de
entrega por un generador o auto productor, hasta el punto de recepcion por distribuidor
o gran consumidor.”

Distribuidor. “Es la persona natural o juridica titular de una concesion para la
prestacion del servicio publico de distribucién de energia eléctrica por virtud de la cual
asume la obligacion de prestar el suministro de electricidad a los consumidores finales
ubicados dentro del area respecto de la cual goza de exclusividad regulada.”

Gran Consumidor. “Agente de MEM, debidamente calificado por el CONELEC
por sus caracteristicas de consumo, que esta facultado para acordar libremente con un
generador o distribuidor el suministro y precio de la energia eléctrica.”

Procedimientos de Despacho y Operacion. Tomando en cuenta la base
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conceptual de funcionamiento del MEM, el directorio del CONELEC ha establecido los
Procedimientos de Despacho y Operacion. Los cuales tienen como objetivo prioritario
proporcionar una normativa y base metodoldgica para la correcta, oportuna y eficaz
aplicacion del Reglamento de Despacho y Operacion. Dentro de los Procedimientos
definidos se encuentra la Planificacién de la Operacidn cuyo objetivo es “establecer una
politica 6ptima de la operacién de los embalses y uso eficiente de los recursos
disponibles de generacion... teniendo en cuenta ademas, la prevision de las demandas
y la aleatoriedad de la oferta y los caudales.” (ARCONEL, 2000).

Programacion Diaria. Uno de los componentes de la Planificacién Operativa es
la Programacion Diaria la cual se define como: “Proceso mediante el cual se obtiene
para un periodo de 24 horas el programa horario de generacién de los recursos del
MEM...”. Esto se logra a través del célculo del despacho horario de generacién, que es
elaborado por el CENACE y comunicado a los agentes del MEM.

Para poder realizar éste calculo el CENACE establecié como responsabilidad de
los agentes generadores la obligacion de suministrarle de manera diaria y hasta las
10:00 horas toda la informacién necesaria a través de medios electrénicos. Esta
informacion debe incluir para el caso de Centrales Hidroeléctricas de Pasada (como lo
es la CHCCS) la Curva de generacion horaria prevista para el dia siguiente. Esta curva
es conocida también como la Programacion de la Energia a producir por la Central, para
nuestro caso de estudio programacion diaria (ARCONEL, 2000).

Categorizacion de la Variable Independiente

Inteligencia Artificial. La inteligencia artificial (IA) no es un concepto nuevo ya

gue nace alrededor de los afios 50 como una rama de la Informatica. Su desarrollo

estuvo enfocado en desarrollar computadores que posean la habilidad comportarse de
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manera tal que éste mismo comportamiento lo realizara un ser humano (Torra, 2011).
En un contexto mas actual podemos colegir que la IA nos da las herramientas para
poder llevar a cabo andlisis sobre la gran cantidad de informacion, y poder utilizar el
conocimiento extraido en diversos campos (Navarro, 2017).

De manera general podemos destacar, de acuerdo a sus objetivos, la siguiente
clasificacion de la 1A:

o |A fuerte: Considera que un computador puede llegar a poseer una mente
propia, e incluso que dicha mente pueda tener varios estados; lo que deriva en la
posibilidad de construir un computador con las capacidades humanas en toda su
extension.

e |A débil: los adeptos a esta corriente sostienen que los computadores tan solo
pueden simular un razonamiento, y que solo acttan de forma inteligente. Para poder
realizar esta simulacién los computadores hacen uso de algoritmos y métodos de
aprendizaje como el Machine Learning por ejemplo (Rodriguez, 2020).

Machine Learning. Dentro del ambito de la IA, Machine Learning (ML) es la
disciplina que se encarga del desarrollo de sistemas que tengan la capacidad de
aprendizaje automatico. Es de esta forma que a través del auto aprendizaje un sistema
es capaz de identificar: patrones complejos en millones de datos, prediccion de
comportamientos a través del uso de algoritmos en incluso tener la habilidad de
mejorarse a si mismo de forma independiente a través del tiempo (Castro, 2017).

Para el ML la funcién mas basica consiste en el uso de algoritmos que nos
permitan procesar datos y extraer patrones por medio de algoritmos, y entonces ser
capaces de entregar predicciones o sugerencias sobre los mismos datos (Rodriguez,

2020).
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Deep Learning. Dentro del aprendizaje automético, el cual forma parte del ML,
el Deep Learning (DL) es la técnica que busca lograr aprendizaje a través del ejemplo.
Esto es posible a través de modelos informaticos que pretenden funcionar de manera
similar al comportamiento del cerebro humano.

Los modelos desarrollados son capaces de evaluar distintos ejemplos e
instrucciones para modificarse a si mismo en caso de encontrar errores en sus
resultados. De esta forma los modelos desarrollados a través del aprendizaje buscan el
poder anticiparse a los errores que puedan producirse por medio de la extraccion de
patrones (Navarro, 2017).

Aprendizaje Automatico. Lograr que un computador, sistema o0 modelo
obtenga la capacidad de predecir y tomar decisiones correctas en distintas
circunstancias, basados en datos previos y sin programacion explicita de programacion
humana es lo que definimos como aprendizaje automatico (computacional) (Hewlett
Packard, s.f.).

Existen tres técnicas principales de aprendizaje automatico: (Kent, s.f.)

e Supervisado: dependemos de datos previamente etiquetados, se busca que el
computador aprenda de los ejemplos ya resueltos.

¢ No supervisado: No existen etiquetas previas en los datos a analizar y es el

sistema el que debe etiquetar los datos a partir de la informacién que recolecta.
e Por refuerzo: El sistema de forma progresiva es capaz de aprenden en base a
pruebas y errores.
Redes Neuronales Artificiales
Entre las formas mas comunes de implementar Deep Learning se encuentran las

redes neuronales artificiales. Las redes neuronales se las define como un modelo
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basado en el funcionamiento del cerebro humano. De manera general estan formadas
por un conjunto de nodos que se conocen como las neuronas, las cuales se conectan
entre si para trasmitir informacion; la informacion necesita tener un punto de entrada y
entonces esta se procesa hasta generar el resultado de dicho procesamiento a través
de una salida. Las conexiones entre las neuronas se forman a través de enlaces, los
cuales entregan la informacion que reciben de la heurona predecesora a la sucesora
multiplicada por un peso. También a la informacion que entrega una neurona a cada
enlace puede ser modificada a través de las conocidas funciones de activacion, la cual
tiene como obijetivo delimitar el rango que puede tomar el valor de salida entregado por
la neurona. (Red neuronal artificial, 2020)

Funcionamiento De Las Neuronas. Podemos describir a la neurona como un
repositorio al cual llegan datos junto a un peso definido, estos valores son usados por la
neurona para hacer un céalculo matematico que pueden incluir también un tercer valor
llamado sesgo como se ilustra en la Figura 5.

Figura5

Diagrama de una Neurona Artificial
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El resultado de este proceso se convierte en la salida que entregara la neurona,
esta salida se une generalmente con salidas de mas neuronas y se convierten en
entradas para otra neurona que procesa estos datos y genera una nueva salida.

Capas de una Red Neuronal. Cuando hablamos de una red neuronal nos
referimos a que existan interconexiones entre las neuronas pertenecientes a la red.
Estas neuronas se ordenan a través de capas, en un modelo simple encontramos 3
capas como se puede ver en la Figura 6.

Figura 6

Modelo Simple de Red Neuronal

Ogu_lto

Nota: Tomado de (Red neuronal artificial, 2020)

Capa de Entrada. En esta capa se encuentran las neuronas que reciben los

datos precedentes del entorno.
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Capa Oculta. Recibe los datos que entregan las neuronas de otra capa oculta o
de la capa de entrada.

Capa Salida. En esta capa se encuentran las neuronas que procesan la
informacion por ultima vez para entregar el resultado final.

Dependiendo de la cantidad de neuronas y de las capas ocultas que contenga
una red neuronal méas esfuerzo tomara su procesamiento pero también aumentara la
capacidad de resolver problemas mas complejos.

Funcion de Activacién. Al igual que las neuronas biolégicas las neuronas de
una red artificial no transmiten los datos tal como los recibe. Para esto se utiliza la
funcién de activacion que se encarga de devolver una salida a partir de un valor de
entrada. Se tiene una funcion de activacion para cada capa que forma la red neuronal.

De manera general las funciones de activacion se dividen en dos tipos: lineales,
no lineales y de umbral (Google Developers, 2020), un resumen de las principales
funciones de activacién se muestran en la Tabla 4.

Tabla 4

Principales Funciones de Activacion.

NOMBRE TIPO ECUACION GRAFICA
Identidad Lineal .
f) =x 2
Escalon Umbral — _ " ———
No Lineal Flx) = {D, parax < 0 ‘

l,parax =0 ‘
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NOMBRE TIPO ECUACION GRAFICA
Sigmoidea o No Lineal 1 B =
Logistica _ _
flx) = a(x) 1T o= /
(ReLU) No Lineal 0,para x < 0 .
Rectified flx) = {x_pam =0 :
Linear Unit n :
SoftPlus No Lineal ;
f(x) = In(1+ e¥) ‘ /
Gausiana No Lineal 0

flx) = e™

Nota: Elaboracion Propia, 2020

Funciones Lineales. La salida que se entrega es proporcional a la entrada.

Funciones No Lineales. La salida no es proporcional a la entrada.

Funciones de Umbral. La salida se entrega a través de valores discretos,

generalmente binario (uno o cero).

Aprendizaje de las Redes Neuronales. Al igual que su equivalente biol6gico

las redes neuronales artificiales aprenden a través de la repeticion, y para esto la

cantidad de datos disponibles para entrenar la red y las veces que la red sea entrenada

(épocas) son directamente proporcionales a la mejora de los resultados entregados por
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la red. De acuerdo con esto para que una red neuronal pueda aprender es necesario
gue se le provea de una retroalimentacion, para el caso de las redes neuronales este
proceso se conoce como propagacion hacia atras.

El objetivo de la propagacion hacia atrds es que la red sea capaz que optimizar
los pesos definidos para cada conexion entre sus neuronas, y asi las salidas que
entregue la red sean lo mas cercanas posibles a las salidas esperadas.
(Backpropagation - El corazén de las redes neuronales, s.f.)

De manera general los pasos de la propagacién hacia atras, en cada época de
entrenamiento, son los siguientes:

Pasos hacia adelante:

1. Se elige los datos que seran la entrada para la red neuronal.

2. Seingresa la entrada elegida a la red neuronal y se calcula su salida.

Pasos hacia atrés:

3. Se calcula el error existente entre la salida deseada y la calculada por la red.

4. Se ajustan los pesos de las conexiones para que el error existente entra la salida
obtenida versus la salida deseada disminuya.

5. Se repite el proceso para todos los datos que conforman el conjunto de valores
con los cuales se va a entrenar la red neuronal hasta que el error obtenido se encuentre
en un rango aceptable.

Funcion de Coste. Mientras entrenamos a la red tenemos los valores que se
ingresan como entradas y a su vez las salidas que éstas generan y lo que buscamos es
ser capaces de ajustar los pesos que utiliza la red; de esta manera la red aprende y las
salidas se acercan lo més posible a los resultados deseados. La funcion de coste es

gue determina el error entre la salida obtenida con respecto al resultado deseado y a
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partir de este calculo optimizar los pardmetros de la red neuronal, entre ellos lo pesos
asignados.
Existen varias opciones para medir el error al que nos referimos anteriormente,
los mas utilizados, para modelos de prediccidén de valores son: (Data TechNotes, 2019)
e Error Cuadréatico Medio (Mean Squared Error - MSE): representa el promedio

de las diferencias entre la salida obtenida y la salida deseada.*

N
1 p—_—
M =1 097

e Raiz del Error Cuadréatico Medio (Root Mean Squared Error - RMSE):

Simplemente es el resultado de extraer la raiz del MAE visto anteriormente.*

—
N
1
RMSE = VMSE = jNZ(y, - )2
=1

e Error Absoluto Medio (Mean Absolute Error MAE): Representa el promedio

del valor absoluto de la diferencia entre la salida obtenida y la salida deseada.*

N
1
MAE=—Z =¥
erI_\ i
=

e Error Absoluto Medio Porcentual (Mean Absolute Percentage Error -
MAPE): Es el promedio de los errores porcentuales absolutos expresado en términos

porcentuales.*
n 2
MAPE = > |u’ x 100%
= Yi

e R Cuadrado: También conocido como coeficiente de determinacién representa



56

gue tanto se ajustan los valores obtenidos con respecto a los esperados. Mientras mas

alto sea el valor mejor es el modelo.*

09

B =i
* § - Valor obtenido o predichodey / V- Valor Medio de y

Optimizadores de Redes Neuronales. Cuando se entrena una red nos
planteamos como objetivo encontrar los pesos apropiados para las conexiones de la
red, esto se consigue minimizando la funcién de coste escogida. Los optimizadores nos
ayudan a minimizar la funcion de coste, esto lo hace generando pesos cada vez mas
ajustados. De forma general los optimizadores basan su funcionamiento en el célculo
del gradiente de la funcién de coste (derivada parcial) para cada uno de los pesos, y
con el objetivo de minimizar dicha funcién se modifican los pesos en la direccion
negativa del gradiente. Es decir que el optimizador modifica los valores de los pesos de
forma que la funcion de coste disminuya y se acerque al minimo, la forma de saber que
ha encontrado ese minimo es con el gradiente (derivada parcial). (Velasco, 2020) A
continuacion se explica de forma resumida los optimizadores de la funcién de coste mas
utilizados.

e SGD (Stochastic Gradient Descent): Se escoge de manera aleatoria el
conjunto de datos para calcular el gradiente y actualizar los pesos con lo que buscamos
una convergencia mucho mas rapida.

e RMSprop (Root Mean Square prop): Utiliza una media movil de los cuadrados
del gradiente para obtener el factor que influye en el cambio de los pesos.

e Adaptive Gradient Algorithm (AdaGrad): El algoritmo AdaGrad considera un
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factor de cambio para cada uno de los pesos de la red y para ello parte de un factor
inicial.

e Adaptive Adam (Adaptive moment estimation): Este algoritmo combina los
conceptos de AdaGrad y RMSProp. Calculamos un factor de entrenamiento para cada
peso y también utiliza el calculo de RMSProp.

Utilizando los conceptos principales recogidos en el marco teérico podemos
elaborar un esquema general del funcionamiento y aprendizaje de un modelo basado en
redes neuronales, como se ilustra en el Figura 7; este esquema sera el punto de partida
para la implementaciéon del modelo propuesto para la resolucién de la problematica
expuesta.

Figura 7

Esquema general de implementacién y aprendizaje de una Red Neuronal

llllll.....
CAPA DE ENTRADA OPTIMIZADOR

.® (Actualizar pesos)

Y 2

““

* * 0"

% *

\d *

.
% *
PESOS - "’
*
*
*
*
CAPA/S OCULTA/S ’.‘
*
*
0“
*

*

<IIIIII

*

*
*
PESOS ‘
F. COSTE
CAPA DE SALIDA "1 V’
* 0’

", ¢ 8
e, o -
a,y . .
", . .
v
‘h

PREDICCIONES VALOR REAL

lllll*.lll>

<lllll

Nota: Elaboracion Propia, 2020



58

Capitulo lll: Modelo de Prediccion de la Producciéon de Energia de la
CHCCS, basado en Redes Neuronales

El Modelo a implementarse serd resultado de la ejecucion de la Metodologia de
Desarrollo Hibrida propuesta. Las fases que comprenden ésta Metodologia son:

¢ Definicion del Objetivo del Negocio
e Construccion del Modelo
¢ Implementacion del Modelo

En el presente capitulo se abordaré hasta la tarea Modelamientos Finales de la
fase de Construccion del Modelo, y en el siguiente se detallara la tarea correspondiente
a la Evaluacion de los Modelos construidos y el despliegue del Modelo final elegido para
dar solucién a la problemética planteada.

Definicion del Objetivo del Negocio
Comprensién del Negocio

Parte de la comprensién del negocio para el presente trabajo fue abordado en la
seccion “El Problema de Investigacion”, la cual comprende el contexto y planteamiento
del problema. Con esta base se pudo traducir el conocimiento adquirido en un problema
a ser resuelto a través de Data Mining, en nuestro caso especifico un Modelo Predictivo.
Para cada una de las tareas de que componen la fase Comprension del Negocio se
realizo el respectivo analisis.

Determinacion de los Objetivos del Negocio. El objetivo del negocio se centra
en la generacion eficiente de energia hidroeléctrica en la CHCCS, uno de los factores
necesario para alcanzar este cometido es la optimizacién del uso de los recursos
hidricos captados del Rio Coca.

Esto esta estrechamente relacionado con la capacidad de predecir a ciertos
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umbrales futuros el caudal con el que la CHCCS puede contar para producir energia de
acuerdo a los objetivos definidos para la central por parte de entes como el CENACE.
Evaluacién de La Situacién. Actualmente el personal técnico de la CHCCS
cuenta con informacion limitada con respecto a las variables que intervienen en la
prediccion del caudal del Rio Coca. La unica fuente de informacion, de las variables
mencionadas, estd compuesta por un registro histérico desde el afio 1972 del promedio
diario del caudal del Rio Coca. Con estos datos se realizan predicciones a través de
métodos lineales (ARIMA) gue se conjugan algunas ocasiones con valores resultantes
de la experiencia previa del personal que ha operado tanto la CHCCS como otras
centrales hidroeléctricas de CELEC EP.
Determinacion de los Objetivos del Data Mining. Los objetivos de mineria de
datos propuestos son:
¢ Implementar opciones de Modelos Predictivos basados en redes neuronales.
e Entrenar los modelos para afinamiento de su arquitectura, funcién de activacion,
funcion de coste, etc.
e Evaluar los Modelos propuestos de acuerdo a la precision de las predicciones
con respecto a los valores reales.
¢ Definir el Modelo con mejores resultados para ser desplegado como solucion
propuesta al problema planteado.
Realizar el Plan de Proyecto. Esta tarea sufre cierta modificacion debido al
planteamiento de la Metodologia Hibrida propuesta en la cual se defini6é que la
ejecucion del proyecto de Data Mining se lo ejecutara a través de sprints, siguiendo la

I6gica de la metodologia SCRUM.
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A través de contacto con personal de la CHCCS se pudo tener una idea inicial

de la cantidad y calidad de los datos de la fuente de informacion mencionada en la fase

anterior. De forma especifica las tareas que comprenden la fase de comprension de los

datos fueron realizadas para el registro historico del caudal promedio del Rio Coca

desde enero del 1972 a marzo del 2020, como se explica a continuacion:

Implementacién de la Arquitectura Técnica. El principal objetivo de esta tarea

consistié en implementar la arquitectura técnica, que permitio realizar la primera

iteracion de modelamiento y las subsiguientes iteraciones de este proceso. Para lograr

este cometido, y de manera complementaria a las herramientas ya descritas

anteriormente, se realizé la instalacion de la libreria Keras para su ejecucion en R.

Adicional a esta libreria se afiadieron también otros paquetes adicionales de tratamiento

y visualizacion de datos como tidyverse y ggplot2 respectivamente. En la Figura 8 se

ilustra un diagrama de la arquitectura técnica implementada, donde se puede apreciar

como interactuaron las herramientas tecnoldgicas descritas hasta este punto.

Figura 8

Diagrama de Arquitectura Técnica para Construccion de Modelos

/ Pentaho Data \ / \ / \
MS Excel Integration . ; s R
u PostgreSCQL RStudio l
L
FUENTE DE DATOS EXTRACCION DE DATOS 'GESTOR DE BDD ENTORNO DE DESARROLLO
Keras
* Registros Histdricos * Procesos de Carga de * Base de Datos para * Automatizacidn de .
Caudal Rio Coca Datos registro de Datos Procesos como: LENGUAJE ¥ LIBRERIAS PARA
transformacién, limpieza, . APRENDIMF’PROFUNDO
* Archivo en Hojas de * Proceso de Registro en *Estructuras Relacionales visualizacién y registro en \mplemgntaclon, »
Célculo Gestor de BDD para registro de datos y BDD. Entrenamiento y Evaluacién
modelos * Interaccion con Lenguaje de Modelos de Aprendizaje
\ de Programacion Profundo (Redes Neuronales)

Nota: Elaboracion Propia, 2020
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Recoleccion de los Datos. La informacion en la que se basa el modelo de
prediccion fue extraida de los registros historicos con los que cuenta el area de
Operacion de la CHCCS. Previo analisis y consulta al personal del area mencionada, se
determind que la principal fuente de datos, con la que es factible identificar patrones que
nos permiten realizar una tarea predictiva, corresponde a los valores historicos del
caudal del Rio Coca. La factibilidad responde tanto a la cantidad como la calidad de los
datos de la fuente identificada, caracteristicas primordiales que estan directamente
ligadas a la probabilidad de que el o los modelos implementados sean mas fiables y
ajustados. (DECIDE SOLUCIONES S.L., 2019). Los registros solicitados de manera
formal a CELEC EP UNIDAD DE NEGOCIO COCA CODO SINCLAIR corresponden a
los valores del promedio diario del caudal del Rio Coca, dentro del periodo comprendido
entre enero del afio 1972 hasta marzo del afio 2020, los cuales se encuentran en
formato de archivo Microsoft Excel.

Descripcién de los Datos. Los valores que componen el archivo tomado como
fuente de datos tienen las siguientes caracteristicas:

e Numero de Datos: 17623 mediciones.

e Tipo de Dato: Decimales con precision 2.

¢ Unidad de Medida: m3/s (metros cubicos por segundos).

e Periodicidad: Se cuenta con el promedio diario del periodo enero 1972 hasta
marzo 2020, el formato de la fuente para las mediciones esta estructurado por afios,
meses y dias. También se incluyen promedios mensuales y anuales.

e Estructura: Los datos tienen siguientes encabezados como se muestra en la

Figura 9.
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Figura 9

Ejemplo de estructura de Fuente de Datos de Caudal del Rio Coca

RIO COCA EN SITIO DE TOMA SALADO
CAUDALES MEDIOS DIARIOS MENSUALES Y ANUALES (m®/s)

ANO: 1972

DIA ENE FEB | MAR | ABR | MAY | JUN JUL | AGO | SEP | OCT | NOV DIC
1 503,5| 161,9 | 160,8 | 483,8 | 217,5 | 311,7 | 747,0 | 713,3 | 478,4 | 2291 | 2183 | 2804
2 673,0 | 205,3 | 163,5 | 413,6 | 257,8 | 329,1 | 973,3 | 475,1 | 492,6 | 2159 | 188,7 | 264,0

Nota: Elaboracién Propia, 2020

Exploracién de Datos. Previo a la ejecucién de la tarea de exploracién se inicié
con la implementacién de la arquitectura técnica que servira de plataforma para la
construccion del Modelo Predictivo final. En este punto se desarrollaron procesos ETL
(extraccion, transformacion, carga) para poder migrar los registros hacia una base de
datos relacional, esto con el objetivo de poder realizar la exploracién de datos de una
forma mas eficiente y que nos permita registrar de manera permanente los resultados
de las ejecuciones de las tareas futuras.

Tanto para los procesos de carga, asi como para el repositorio relacional se
utilizaron herramientas de acceso libre: Pentaho Data Integration 8.2 y PostgreSQL 12
respectivamente.

En la Figura 10 se muestran los dos trabajos de carga desarrollados en la
herramienta Pentaho Data Integration: “CARGA TABLA CAUDALES_CCS”y
“TRANSFORMACION TABLA CAUDAL_PROM_DIA”, el esquema de los trabajos de

migracion se muestran.
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Figura 10

Diagramas de Trabajos de Migracion

[E) &

Fuente Excel de Datos Caudal Tabla PostgreSQL

b)

Generar filas Anadirsecuencia  Calculadora  Formula 2 Crdenar filas
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Ejecutar seript SOL [E “—_‘] [%] E

=

Van
L*mn ppr clave
e

Entrada Tabla PostgresSQL  Formula Selecciona/Renombra valores Ordenar filas 2 Y
= —l,
B —<—E)|
Selecciona/Rengmbra valores 2 Filtrar filas
=

Salida Tabla PostgreSQL

Nota: a) “CARGA TABLA CAUDALES_CCS” y b) “TRANSFORMACION TABLA

CAUDAL_PROM_DIA”, Elaboracién Propia (Pentaho Data Integration 8.2), 2020

Los trabajos de migracion descritos registran la informacion de manera

permanente en tablas relacionales implementadas sobre el Gestor de Base de Datos
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PostrgreSQL. El trabajo de migracién “CARGA TABLA CAUDALES CCS” realiza un
proceso de carga manteniendo el mismo formato de dato de los registros del archivo
Excel hacia la tabla: “extract.caudales_ccs”.

Mientras que el trabajo de migracion “TRANSFORMACION TABLA
CAUDAL_PROM_DIA” toma los datos de la tabla “extract.caudales_ccs” y transforma
los datos hacia una estructura de tabla relacional normalizada para registrarla en la
tabla: “load.caudal_prom_dia”.

En la Figura 11 se muestra en diagrama conceptual de las tablas utilizadas para
registrar los resultados de los trabajos de migracion desarrollados.

Figura 11

Diagrama Conceptual de las Tablas del proceso de ETL de Datos

B “extract".caudales_ccs
Fuente de
Datos (Hoja 123 dia int2
de Calculo) 123 ene int4
123 feb int4
123 mar int4 B "load".caudal_prom_dia
123 abr intd Caudales Promedios Diarios en Sitio de Toma el Salado desde el afio 1972
123 may intd 14j id - Clave Primaria serial
123jun int4 |::> 123 dia - Dfa de la fecha del registro int2
i . 123 mes - Mes de la feha del registro int2
123 jul int4 £ 123 anio - Afio de la fecha del registro int2
Extraccié 123 ago int4 Transf.y #) fecha - Fecha del resgistro date
123 sep int4 Carga 123 valor - Valor del registro (m3/s) floatd
123 oct int4 123 sitio - Codigo de la Estacion de Medicion int2
123 nov int4 123 decada - Década del ario de fecha del registro int2
123 dic int4
123 anio int2

Nota: Tablas: “extract.caudales_ccs” y “load.caudal_prom_dia”, Elaboracién Propia

(DBeaver), 2020
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Una vez disponibles los valores del caudal histérico, desde la base de datos de
PostgreSQL, a través de las tablas descritas anteriormente se utilizaron el lenguaje de
programacion R y el entorno de desarrollo RStudio con el fin de realizar el andlisis
exploratorio de los datos.

Se obtuvo las medidas de estadistica descriptiva de la variable correspondiente
al caudal promedio diario histérico, los valores fueron calculados a través de la funcién
summary(data) del software RStudio. Estos valores son recogidos en la Tabla 5.

Tabla b

Estadistica Descriptiva del Caudal promedio histérico del Rio Coca

MEDIDA DESCRIPTIVA VALOR

Minimo 20,00
Primer Cuartil 180,90
Segundo Cuartil / Mediana 249,60
Media 291,60
Tercer Cuartil 350,90
Maximo 2329,70

Nota: Elaboracién Propia, 2020

Para poder establecer una idea inicial del comportamiento de los datos se utilizé
un gréfico de linea, el cual relaciona el valor del caudal promedio histérico desde enero
de 1972 hasta marzo del 2020 ademas el grafico incluye como referencia el valor de la
media de la serie de datos (291,60 m?/s).

En la Figura 12 podemos observar un comportamiento del caudal histérico que
presenta un comportamiento bastante idéntico en cada una de las décadas marcadas

en la Figura 12.



Figura 12

Gréfico de Linea: Caudal Promedio Histdrico del Rio Coca
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Caudal Promedio Diario del Rio Coca
Comportamiento estacional del caudal promedio

—

Media General (291.60 m¥s)

Caudal promedio diario (m?/s)

Afios

Década
my 2020

2010
2000
1990
1980
1970

Nota: Periodo de los datos: (enero 1972 — marzo 2020), Elaboracién Propia (RStudio),

2020

Verificaciéon de la Calidad de los Datos. El principal objetivo de esta tarea es

la de verificar la consistencia de los valores de cada dato, para esto se analiza la
presencia de datos nulos o atipicos. La presencia de estas inconsistencias si no se
tratan previamente son capaces de producir que el proceso prediccién a través de
cualquier modelo resulta fallido.

Con respecto a los valores nulos se identificaron 17 registros de un total de

17623. En cuanto a los valores atipicos, se pudo establecer que las mediciones

menores a los 100 m3/s corresponderian a valores por debajo del caudal firme diario

(caudal disponible incluso en la estacién seca mas critica) del Rio Coca.

Este dato fue proporcionado por el personal de hidrologia de la CHCCS basada

en los estudios de factibilidad realizados previo a la construccion de la misma. En total
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459 presentaban un valor menor a los 100 m3/s. En la Figura 13 se presenta el gréfico
de la Verificacion de Calidad de los datos.
Figura 13

Grafico de Barra: Verificacion de la Calidad de los Datos

Verificacion de la Calidad de los Datos

20000

15000

10000

Namero de Registros
Caudal promedio
diario Rio Coca

5000

m Valores Nulos 17
m Valores Atipicos (< 100 m?/s) 459
Valore Correctos 17147

Nota: Elaboracion Propia, 2020

Preparacion de los Datos

Para poder adaptar los datos recolectados a una determinada técnica de Data
Mining es necesario realizar un andlisis mas especifico a partir de los hallazgos de la
seccion: Exploracion de Datos. Con este antecedente podemos evidenciar que los datos
del caudal promedio diario histérico del Rio Coca corresponden a una serie temporal.
Cumplen con el concepto de serie temporal, al ser una coleccion de observaciones de
una determinada variable que han sido obtenidas de forma secuencial y en periodos

equidistantes a través del tiempo.
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A partir de esta premisa realizaremos el analisis de los datos de acuerdo a los
aspectos relevantes para las series temporales.
Una serie temporal se puede clasificar de manera general en:
e Estacionarias: este tipo de series temporales conservan estables sus
propiedades estadisticas. Esto quiere decir que su media, varianza y covarianza

permanecen constantes durante el tiempo.

o No estacionarias: contrario a lo anterior para este tipo de series
temporales las propiedades estadisticas de la serie varian a través del tiempo. Es decir

gue encontramos una tendencia que hace que su media cambie a través del tiempo.

Para nuestro caso especifico, en el que el fendmeno planteado como
problematica corresponde a un proceso estocastico (prediccién de caudales), nos
encontramos en el segundo tipo de serie temporal es decir ho estacionaria.

Esto se comprueba de manera directa al encontrar el componente de tendencia
dentro de la serie temporal; la misma que causa que, dependiendo de ciertos periodos
de tiempo la media de los datos varie aumentando o disminuyendo su valor;
I6gicamente estos periodos corresponden a las temporadas con mayor o menor nimero
de precipitaciones asi como de la temperatura en el ambiente.

En la Figura 14 se observa a través de los valores promedios por mes en cada
década la tendencia que presenta el comportamiento del caudal histérico;
sobreponiendo todas las series de datos se comprueba que este patrén de aumento y

disminucion de caudal es similar para todas las décadas analizadas.



Figura 14

Promedio del Caudal del Rio Coca por mes y por década

Caudal m3/s

Promedio del Caudal por mes y por década
Comportamiento estacional del caudal

500-

400-

200-
o

MAY JuN Jur AGOD SEP ocT NOV DiC

Meses

Leyenda
= 1970
1980
== 1990
= 2000
= 2010
= Media General

Nota: Elaboracion Propia (RStudio), 2020

Seleccién de los Datos. La capacidad de implementar modelos mas fiables
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estd relacionado con una cantidad suficiente de datos a partir de los cuales se puedan

entrenar estos modelos a través de técnicas de prediccidon como el aprendizaje

profundo (redes neuronales).

Sin embargo estos datos deben ser de calidad lo que suele incluir que sean

correctamente organizados y filtrados. (DECIDE SOLUCIONES S.L., 2019)

Para la construccion de nuestro Modelo de prediccion, y basado en los

resultados de la seccién Verificacion de los Datos, se seleccionaron el total de registros

disponibles de la fuente de datos. En las tareas siguientes se ejecutaron procesos para

asegurar la calidad, a través del tratamiento especifico de los datos nulos y valores

atipicos reportados.
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Limpieza de los Datos. En esta tarea se realizé el tratamiento de los valores
atipicos y nulos encontrados en el conjunto de datos seleccionados.

Para ello a través de Rstudio se desarrollé un script (tratamiento_datos.R) que
de manera general realizan las siguientes acciones para el tratamiento de los grupos de
datos mencionados:

e Tratamiento de valores atipicos: Ya identificado que los registros que muestran

un valor de caudal menor a los 100 m3/s, se opt6 por actualizar todos estos 459
registros al valor de 100 m3/s.

e Tratamiento valores nulos: Tomando los 17 valores nulos identificados, se

ordenan desde las fechas mas antiguas a las mas recientes. A partir de esto para cada
valor nulo se extrae la fecha, y se lo actualiza con la media aritmética de todos los
registros que coinciden con el mismo dia y mes pero tomando sélo los afios anteriores
al afio para el que se tiene el registro nulo. A través de un bucle se realiz6 este proceso
para los 17 registros.

Es importante sefialar que no existe una técnica Unica para realizar estos
procesos de limpieza de datos, por lo cual la decision de las acciones ejecutadas a
través del script responde tanto al tipo de datos con el que se cuenta (serie temporal).

De igual manera se tomo el criterio del personal de la CHCCS que conoce por
experiencia directa el comportamiento de la variable de la fuente de datos (caudal del
Rio Coca).

En la Figura 15 se muestra el resultado de la ejecucion del script
tratamiento_datos.R, que realiza la correccion de valores minimos y méaximos de caudal

asi como de tratamiento de valores nulos.
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Figura 15

Resultado de la Limpieza de Datos

Source on Save L S * Run | = Source ¥
1 # TRATAMIENTO DE DATOS
2
3 sowurcel'tratamiento_datos.R")
4
Console  Terminal Markers Jobs

F/Dropbox TESIS,SCRIPTS RS

-~ source( 'tratamiento_datos.R")

[1] "5e han actualizado los valores minimos de caudal a 100, de acuerdo a la experiencia del
personal gue conoce del comportamiento de la variable"”

[1] "Existen:17 en los datos de caudal histdrico”

[1] "se han remplazado o va no existen los wvalores nulos en el conjunto de datos™

Nota: Resultado del proceso de ejecucion del script: tratamiento_datos.R.

Elaboracién Propia (RStudio), 2020

Estructuraciéon de los Datos. Con el objetivo de que la estructura de los datos
aporten a un mejor funcionamiento de los algoritmos usados en el Deep Learning, es
necesario realizar procesos a los datos tales como: transformacién, normalizacién
(Morante, 2018).En este sentido se detallan de manera general las acciones tomadas
para cada uno de los tres procesos mencionados anteriormente.

e Transformacién: Una transformacion se puede resumir como una funcién

matematica que se aplican a todas las observaciones de una determinada variable. Este
proceso tiene como objetivo solucionar como asimetria, heterogeneidad, valores
atipicos, etc. De forma especifica se realizd una transformacion logaritmica, la cual
reemplaza los valores de cada observacién con su respectivo logaritmo natural.

¢ Normalizacion: La normalizacion por otro lado toma cada observacion de una

variable y los ajusta dentro de un rango definido. Lo cual permite que se pueden



72

interrelacionar variables de diferentes érdenes de magnitud y mejorar de forma
sustancial los resultados obtenidos a través de los modelos implementados.

Existen varios métodos para normalizar los datos, en nuestro caso se utilizé el
método conocido como Escalado de variables (MinMax Scaler). Este método consiste
en mantener los valores maximos u minimos y comprime el resto de datos entre ellos.

En la Figura 16 se ilustra los graficos de lineas de la serie original de los datos y
a continuacion los graficos de los resultados de los procesos de transformacién
logaritmica y de normalizacién.

Figura 16

Resultados de los procesos de Transformacion y Normalizacion

a) Serie Original
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b) Transformacion Logaritmica
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T T T
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Observaciones

c) Normalizacién

T T T
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Observaciones

Nota: a) Serie Original, b) Transformacién Logaritmica y ¢) Normalizacion, Elaboracion

Propia (RStudio), 2020
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Integracion De Los Datos Los modelos predictivos aplicados a las series
temporales pueden ser univariantes o multivariantes. En el caso de tener un enfoque
univariante el objetivo es realizar predicciones de valores futuros de una variable, para
esto utilizo como insumo la informacién que puedo extraer de los valores pasado de la
misma serie temporal. Por otro lado el enfoque multivariante se utiliza la informacion de
otras variables adicionales, sin que esto excluya la informacion histérica de misma
variable objeto estudio. De acuerdo a los datos disponibles nos encontramos en el caso
de una serie temporal univariante, en este sentido de manera general se establece que
los valores futuros tienen dependencia de los valores pasados.

Es decir nos basaremos en los valores de la serie en los tiempos t-1, t-2,..., t-n
para poder predecir el valor de t para la serie del caudal promedio diario del Rio Coca.
Este concepto se conoce como ventada deslizante o de tiempo (Aragon, 2017). En la
Figura 17 se ilustra como para una red neuronal se utilizan los valores previos una
variable para su prediccion de acuerdo al concepto de ventana de tiempo

Figura 17

Uso de “Ventana de Tiempo” en Redes Neuronales

] e ]
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" N

time series

output
predicted value

inputs neural network

Nota: Imagen obtenida de: (Aragon, 2017)



74

Con todo lo expuesto anteriormente, la tarea de integracion de datos tuvo como
objetivo el desarrollo de scripts en el lenguaje R que permitan crear y almacenar las
ventanas de tiempo; las cuales que seran utilizadas como entradas para los modelos a
implementarse. De manera especifica se crearon 7 ventanas de tiempo, las cuales
consisten en 3, 7, 15, 21, 30, 45y 60 observaciones hacia atras (rezagos/retardos).

Estas ventanas de tiempo aplicadas a los datos que fueron ya transformados y
normalizados son registradas en tablas de la BDD creada en el Motor de Base de Datos
Postgres. En la Figura 18 se ilustra la estructura de una de las tablas que almacena las
ventanas de tiempo creadas para la serie temporal.

Figura 18

Tabla de la Serie Temporal de Datos con Ventana de Tiempo

B dm_3ln 52
] select * from "load".dm_3_|n E:
= 1255d 3| 123anic T}|123epoca T}|123n_mes T}|123t3 Ti[123t2 TW}|1231  Ti|123¢ T3
%I 1 1.972 1 1 0,513420226 06055840448 0,6201133604 0,5709100461
2 2 1972 1 1 0,6055840448 06201133604 0,5709100461 0,4211806596
¥ 3| 3 1.972 1 1 0,6201133604 05709100461 0,4211806596 0,3260146541
E 4| 4 1.972 1 1 0,5709100461 04211806596 0,3260146541 0,2811039379
Y5 5 1972 1 1 04211806596 03260146541 0,2811039378 0,4570325476
6 | B 1972 1 1 0,3260146541 0,2811020378 0,4570225476 0,5343840603
7 7 1972 1 102811039379 04570325476 0,5348840603 0,5060168381
T3 8 1972 1 1 04570325476 05348840603 0,5060168381 0,5367066423
g9 | 9 1972 1 1 0,5348840603 05060168381 0,5367066488 0,5788121962
%10 | 10 1972 1 1 0,5060163381 05367066488 0,5728121962 04255364033

Nota: Ventana de tiempo con 3 observaciones hacia atras, Elaboracion Propia

(DBeaver), 2020

Tanto los procesos de transformacion, normalizacion y creacion de estructuras
para ventana de tiempo fueron automatizadas a través del script:

“crear_conjuntos_datos.R”.
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Formateo De Los Datos. El proceso de formateo de datos responde a los
requerimientos propios de la libreria utilizada en las siguientes tareas para la creacion
de los modelos. La libreria utilizada dentro del entorno RStudio fue Keras, la cual se
define como una biblioteca, de codigo abierto, para la experimentacién de Redes de
Aprendizaje Profundo (Keras, 2020).

Modelamiento Inicial

Implementacién Del Modelo Inicial. Ya con los datos formateados y la
Arquitectura Técnica implementada, se procedio6 a realizar el Modelamiento inicial para
comprobar el correcto funcionamiento de las herramientas integradas.

Para este primer ejercicio se eligio los siguientes parametros para el modelo:

¢ Datos para el Modelo: Set completo de Datos con 3 observaciones hacia atras.

e Particiones de Datos: 70% entrenamiento, 30% test.

e Estructuracion de Datos: Datos Normalizados (rango de 0 a 1).

e Técnica de Modelado: Red Neuronal Multicapa

¢ Numero de Capas / Neuronas: 3 (entrada, oculta, salida)

e Numero de Neuronas: 3 capa entrada, 2 capa oculta, 1 capa salida; total 6.

e Funcién de Activacion: Logistica

e Funcidén de Coste: Error Cuadratico Medio (Mean Squared Error - MSE)

e Optimizador: RMSprop (Root Mean Square prop)
e Epocas de Entrenamiento: 50
En la Figura 19 se ilustra el Gréfico de Linea de los resultados de prediccion del
Modelo Inicial, se incluye los valores reales y de prediccién desde el 1 de enero del

2019 al 31/03/2020.
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Figura 19

Modelo Inicial: Valores reales versus Predicciones

Caudal Promedio Diario del Rio Coca
Prediccién Modelo Inicial

1000~
Series

— Prediccion
o 1

’, ! : ot | = Jator Roa
hf ‘\‘l'}r“'\‘/ \L‘\\»\IJJL U “""’\, r\'f\ ;l " \-\.’”\'\'\.w\\'»“".‘\J'»\,\'}LJ ~'}\w\,’\'f\n\¥.

2019-01 2019-07 2020-01

Fecha

Caudal promedio diario (m3/s)

Nota: Periodo de Evaluacion: enero 2019 a marzo 2020, Elaboracién Propia (RStudio),
2020

Construccion del Modelo

Seleccién de la Técnica de Modelado

Debido a que para el desarrollo de nuestro modelo se aplic6 una metodologia
hibrida que incluia un enfoque agil, ya en la seccién de modelamiento inicial se tuvo un
primer acercamiento a la técnica de modelamiento utilizado. Nuestros datos tienen la
estructura de una serie temporal con un enfoque univariante. La técnica de modelado
base a utilizar corresponde a una Red Neuronal Artificial formada de multiples capas,
concepto conocido como perceptron multicapa.

De manera més especifica y acorde a la herramienta utilizada para la
implementacion, en la libreria Keras las redes neuronales son definidas a través de una
secuencia de capas. Esta secuencia de capas se crea a través de la clase “Sequencial”,
a continuaciéon tenemos un ejemplo de cémo se definiria un perceptron multicapa en el
lenguaje R, con dos entradas en la capa de entrada, cinco neuronas en la capa oculta y

una neurona en la capa de salida (Allaire, 2017).
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mode]l «<- keras_model_sequential ()

mode] %%
layer_dense(units
layer_dense(units
layer_dense(units

2, nput_shape = 2) %%
5 ) :::‘::
1

Adicional a la definicion de la estructura de la red neuronal la libreria Keras
también me permite parametrizar los aspectos detallados con respecto a las redes
neuronales en el marco teérico, como son: funciéon de activacion, funcién de coste,
optimizadores, épocas de entrenamiento, pesos, etc.

Preparacion Detallada de los Datos

El proceso de preparacion de los datos tiene como objetivo proveer a los
modelos a construir de la informacion de entrada para el entrenamiento de dichos
modelos. Encontrar un modelo final que brinde una respuesta satisfactoria a una
problematica planteada requiere de varias iteraciones de prueba y error de varios
modelos preliminares. Cada uno de estos modelos puede requerir un conjunto
especifico de datos, motivo por el cual se identificé la necesidad de un proceso
automatico que construya todos los conjuntos de datos requeridos.

Con base en la Arquitectura Técnica ya implementada, y tal como se indicé en la
seccion: Integracion de los Datos, la creacion de los conjuntos de datos ya se encuentra
automatizada a través del script: “crear_conjuntos_datos.R”. El cual permite preparar
distintos tipos de conjuntos de datos segun las opciones enviadas como parametros y
gue se aplican mediante combinaciones. A través de esta automatizacion se crearon un
total de 60 conjuntos de datos, los cuales son registrados en forma de tablas en el
gestor de Base de Datos. En la Tabla 6 se detalla a manera de ejemplo los conjuntos de
datos (tablas) con 15 observaciones previas (rezagos), los cuales seran utilizados para

los modelos que se construirdn en las siguientes fases.
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Tabla 6

Ejemplo de Conjuntos de Datos creados.

Conjunto de Datos - Tablas Pardmetros / Opciones aplicadas
BDD

dm_15 Datos originales con 15 rezagos

dm_15 d 15 rezagos y diferenciacion de datos

dm_15 d n 15 rezagos, diferenciacion y normalizacién de datos

dm_15 | 15 rezagos y transformacion logaritmica de datos

dm_15 | n 15 rezagos, transformacion logaritmica y normalizacion
de datos

dm_15 n 15 rezagos y normalizacion de datos

Nota: Elaboracion Propia, 2020

Generacion del Plan de Prueba
El plan de prueba escogido para validar los modelos construidos define dos
aspectos que seran la base para escoger qué modelo presenta un mejor ajuste con
respecto al resto. Estos aspectos corresponden a la division a realizarse en el conjunto
de datos de entrada previa a la aplicacion del modelo; y a las métricas para cuantificar
el rendimiento del modelo posterior al proceso de prediccion.
Para el primer aspecto cada conjunto de datos debera ser divido en tres sub
conjuntos de datos correspondientes a:
e Entrenamiento: Seréan los datos con los cuales el modelo sera entrenado.
¢ Validacion: conjunto de datos embebidos dentro del conjunto de entrenamiento
usado para prevenir que el modelo presente sobre o infra ajuste.
e Prueba: conjunto de datos sobre la que el modelo sera evaluado en cuanto a su

eficacia.
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Los porcentajes asighados cada subconjunto varia en torno a valores usados de
acuerdo a experiencias previas, de forma general el conjunto de entrenamiento suele
comprender entre el 50% y el 80% de del conjunto, el conjunto de validacién
corresponde del 20% al 30% del conjunto de entrenamiento y finalmente el conjunto de
prueba toma el porcentaje necesario para alcanzar el 100%. La Figura 20 ilustra de
manera grafica esta division del conjunto de datos, mostrando como el conjunto de
validacion forma parte del conjunto de entrenamiento.

Figura 20 Division del Conjunto de Datos para construccion de Modelos

Divisién del Conjunto de Datos para construccion de Modelos

Conjunto de Datos

Nota: Elaboracion Propia, 2020

El segundo aspecto define las métricas que seran utilizadas para medir el
rendimiento de los modelos, estas métricas se aplican sobre el conjunto de prueba; de
manera general en modelos de prediccion de valores continuos (regresion) las métricas
tratan de representar la distancia existente entre los valores obtenidos de la predicciéon y
el dato real.

Existe varias métricas utilizadas para el andlisis de regresion, para el presente
trabajo se escogio calcular y registrar para el ejercicio de evaluacion posterior las
siguientes:

e MAE: Error Absoluto Medio
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e MAPE: Error Absoluto Medio Porcentual
e MSE: Error Cuadratico Medio
e R Cuadrado
Modelamiento Preparatorio
El objetivo de la tarea de Modelamiento preparatorio consiste en generar varios
escenarios a través de modelos funcionales; los cuales seran evaluados de acuerdo a
las métricas de desempefio definidas. Tanto el proceso de generacién como de
evaluacién se lo ejecuta a través de continuas iteraciones de prueba, error y ajuste de
los aspectos relacionados con la estructura de cada modelo (nimero de rezagos, capas
ocultas, funcién de activacion, etc.).
La construccion de todos los modelos de esta tarea fue optimizada a través de
un script en lenguaje R: “modelamiento_preliminar.R”. Este script permitié generar 240
modelos correspondientes a distintas combinaciones de parametros; en la Tabla 7 se
detallan los parametros con los respectivos valores utilizados para generar todos los
modelos.

Tabla 7

Pardmetros considerados para Modelamiento Preparatorio

Parametro Valores asignados

Conjunto de Datos Todos los generados en la fase de preparacion (60)

Funcion de Activacion Linear, Logistica, Logistica Dura (variacion Keras),
Tangencial

Funcion de Coste Pérdida: MAE, Métrica: MSE

Optimizador RMSPROP y ADAM

Epocas de 100

entrenamiento

Nota: Elaboracion Propia, 2020
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La automatizacion realiza el entrenamiento del modelo de acuerdo a la

combinacién de los pardmetros y registra los resultados en el gestor de Base de Datos.

Estos resultados permiten tener una trazabilidad de todo el proceso de modelamiento

gue sirvi6 para la tarea de evaluacion ejecutada posteriormente. La Figura 21 ilustra la

tabla de base de datos utilizada para registrar los resultados del modelamiento

preliminar y un registro de la informacion recolectada.

Figura 21

Estructura para registro de Resultados del Modelamiento Preliminar

a)

FA "load"validacion_modelos
123 1D - Secuencial intd
REC tabla_datos - Conjunte de Datos varchar(15])
REC modelo_estructura - Arquitectura de Red text
RBC modelo_compile - Optimizador text
fBC modelo_entrenamiento - Epocas de Entrenamiento text
123 particion - Particion de Entrenamiento intd
123 tiempo_entrenamiento_seg - Tiempo de entrenamiento (seg) floatd
123 mae - MAE floatd
123 mape - MAPE floatd
123 mze - MSE floatd
123 r_cuadrade - R Cuadrado floatd

Name

|value

ID
tabla_datos
modelo_estructura

modelo_compile

modelo_entrenamiento

particion

mae

tiempo entrenamiento seq|70.6

|

11

ldn 3 1n

|model <- keras model sequential()
|model $>%layer demse(units =2,
ard sigmoid’,input shape =3) %%
tion = 'hard sigmoid')$>%
ration = 'linear
'mae',optimizer adam(),

|model %>%
|metrics="
Imodel %>% fit(data,label,epochs=100,verbose=2,
|shuffle = FALSE,

Ivalidation_split = 0.30,batch size = 32

112334

500000000087

9340956

160.

mape 11€.5354925351912
mse 111334, 436 6
r_cuadrado 10.54539411701957
b)

Nota: a) Tabla de BDD para registrar la informacion, b) ejemplo de informacion

recolectada para cada modelo generado, Elaboracion Propia (DBeaver), 2020.

Es importante mencionar que la libreria de Keras permite a través de sus

funciones guardar el modelo generado como un objeto que incluye todas las

configuraciones inherentes al modelo. La ventaja de este registro es que los pesos

entrenados de cada modelo también se registran por lo cual se puede recuperar

cualquier modelo generado y aplicarlo a futuro a nuevos datos.
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En el siguiente capitulo se realizara la Evaluacion de los modelos construidos
con base a la informacion registrada, y de acuerdo a nuestra metodologia planteada se

procedera con el Modelamiento Final (Afinamiento) y Despliegue.
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Capitulo IV: Evaluacion e Implementacion del Modelo

Una vez construidos los modelos que fueron resultado del Modelamiento
Preparatorio, corresponde elegir, de acuerdo a los pardmetros definidos en la seccion:
Generacion del Plan de Prueba, el modelo que presentd el mejor rendimiento. Y a partir
de la identificacion de este modelo se realiza una iteracion adicional para afinarlo
(Modelamiento Final), y validar su efectividad final para responder a los objetivos del
negocio planteados. Finalmente se ejecuta la fase de Implementacion con su tarea de
despliegue para poner a disposicion del usuario final el Modelo Final construido.
Evaluacion

El proceso de la evaluacion se lo realizé bajo dos enfoques claramente
identificados. Como primer enfoque se evaluaron los modelos preparatorios desde un
punto vista intrinseco a su construccion; teniendo como resultado la identificacion del
modelo de mejor rendimiento. Con base en este modelo identificado se aborda el
segundo enfoque orientado a evaluar si los resultados entregados por el modelo
responden de manera eficiente como solucién a la problematica. A continuacion se
detallan los resultados obtenidos de este proceso.
Evaluacion del Modelo

Las métricas calculadas para todos los modelos construidos en la tarea
preparatoria incluyen las dos que son mas utilizadas para su evaluacion: MAE y RMSE.
La decision de una sobre la otra radica en un analisis y conocimiento de la calidad de
los datos con respecto a la presencia y frecuencia de los datos atipicos, que
dependiendo de su cantidad con respecto al total de datos pueden generar un sesgo.
(Vandeput, 2019). Si se considera que existen gran cantidad de valores atipicos y que

estos no inyectan sesgo en las predicciones que entregara el modelo se recomienda el
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uso de MAE; por el contrario, si se considera que los valores altos o bajos no son
atipicos y que por lo tanto forman parte de comportamiento posible de la variable el uso
de RMSE se considera mejor (ZeroSpectrum, 2019).

Con este antecedente, y al considerar que los valores altos y bajos del conjunto
de datos corresponden a valores reales de la variable estudiada (caudal promedio diario
del Rio Coca), el conjunto de datos fue utilizado para entrenar y probar todos los
modelos generados. Durante este proceso se recolectaron, de cada entrenamiento
realizado, los datos detallados en la Figura 22; que corresponden a las columnas
creadas para la tabla: “load”.validacion_modelos almacenada en la Base de Datos
creada en el servidor de PostgreSQL.

Figura 22

Datos almacenados y utilizados para la Evaluacién de los Modelos

FH "load" validacion_modelos
14 1D - Clave primaria serial
REC tabla_datos - Conjunto de Datos varchar(15)
[=] medelo_estructura - Arquitectura de Red text
[E] modelo_compile - Optimizador text
[=] meodelo_entrenamiento - F:pocas de Entrenamiento text
123 particion - Particién de Entrenamiento int4
123 tiernpo_entrenamiento_seg - Tiempo de entrenamiento (seq) floatd
123 mae - MAE float?
123 mape - MAPE float2
123 mse - MSE floatd
123 r_cuadrado - R Cuadrado floatd

Nota: Elaboracién Propia (DBeaver), 2020.

Con los datos recolectados se evalu6 para cada modelo generado y entrenado el valor
resultante para la métrica RMSE, como toda métrica relacionada al analisis de errores

mientras mas bajo sea el valor de RSME mejor sera la capacidad de prediccion.
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En la Tabla 8 se detallan de forma ascendente los 5 valores de RSME mas bajos
identificados en la evaluacion previa; como referencia también se incluyen los valores
correspondientes a la métrica MAPE, la cual indica en términos porcentuales, y no en la
magnitud de la variable como lo hace el RMSE, el promedio del error absoluto de los
prondsticos.

Tabla 8

Rendimiento de los 5 mejores Modelos de acuerdo a la métrica RSME

Modelo RMSE (m3/s) MAPE (%) Funcién de Activacion / Optimizador
dm_45 | n 100,44 18,72 % Linear / RMSPROP

dm_45 n 101,47 19,94 % Sigmoid / ADAM

dm_60_n 101,71 19,62 % Hard Sigmoid / ADAM

dm_60_n 101,79 20,04 % Sigmoid / ADAM

dm_180_I_n 101,83 19,07 % Linear / RMSPROP

Nota: Elaboracién Propia, 2020

Evaluacion de los Resultados

Para la evaluacion con respecto a los resultados se usé el Coeficiente de
Determinacién R-cuadrado, que representa la bondad o aptitud del modelo con respecto
a gue tanto las variables independientes (rezagos), utilizadas como entradas del
modelo, explican el comportamiento de la variable dependiente (pronéstico).

R-cuadrado se expresa en una escala intuitiva que desde valores negativos
hasta 1, donde 0 o un valor negativo no mejora la prediccion con respecto al modelo
medio, de acuerdo a la media aritmética para todos los prondésticos; mientras que el
valor de 1 indica una prediccién perfecta.

Por tal motivo, es mejor el modelo cuando mas se acercara este valor a 1, en la

Tabla 9 se detalla los valores de R-cuadrado para los modelos evaluados en la seccion
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anterior; ordenados de forma descendente situando al inicio el modelo que explica
mejor el comportamiento del caudal pronosticado.

Tabla 9 Valor de R-cuadrado de los 5 Modelos con mejor rendimiento

Valor de R-cuadrado de los 5 Modelos con mejor rendimiento

Modelo R-cuadrado
dm 45 | n 0,595
dm_45 n 0,587
dm_60 n 0,586
dm_60_n 0,585
dm_180 | n 0,584

Nota: Elaboracion Propia, 2020

En la Figura 23 se ilustra el grafico de linea de las predicciones calculadas por el
modelo con mejor rendimiento de acuerdo a la métrica RMSE y de R-cuadrado
(dm_45 | n).

Figura 23

Modelo mejor Evaluado: Valores reales versus Predicciones

Caudal Promedio Diario del Rio Coca
Prediccion vs Valor Real / Modelo: dm_45_1_n

Series

— Prediccién
— Valor Real

Caudal promedio diario (m?3/s)

::ri)l? jul E‘JIJ oct éZI1J ene ‘:Z‘EJ abr. l_(:i
Fecha

Nota: Datos del periodo: abril 2019 - marzo 2020, Elaboracion Propia (RStudio), 2020
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Modelamiento Final

Una vez identificado el Modelo que presenté la mejor evaluacion, tanto en su
arquitectura como en los resultados entregados, se realiza un proceso de afinamiento
final. Este afinamiento constituye el modelamiento final y tiene un enfoque especifico
sobre la arquitectura general del modelo, en este estudio en particular, del dm_45 | n.
El objetivo consiste en mejorar los indicadores utilizados previamente en la evaluacion:
RSME y R-cuadrado. El proceso de afinamiento incluy6 una verificacion adicional del
conjunto de datos, donde se identificaron valores que, si bien son probables en el
comportamiento de la variable estudiada, tienen una probabilidad muy baja de ser
valores correspondientes a un promedio diario de la variable. En este caso, el valor
maximo definido para un promedio diario del caudal del Rio Coca se defini6é en los 1200
m?3/s. Se encontré un total de 42 registros que fueron tratados con este criterio.

A través del proceso iterativo final se logré una ligera mejora en las métricas del
modelo, mediante el afinamiento de los parametros de entrenamiento. La configuracion
del modelo afinado es la siguiente:

e Datos para el Modelo: Set completo de datos histéricos con 45 observaciones

hacia atras.

e Particiones de Datos: 30% test, 70% entrenamiento, de este Ultimo 10% se uso6

para validacion.

e Estructuracion de Datos: Transformacion logaritmica y normalizacion (rango de 0

al).

Técnica de Modelado: Red neuronal multicapa

e Numero de Capas: 4 ( 1 entrada, 2 ocultas, 1 salida)

Numero de Neuronas: 45 en la entrada, 18 en cada capa oculta, 1 en la salida.
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e Funcion de Activacion: Linear

e Funcidn de Coste: Error Cuadratico Medio (Mean Squared Error - MSE)

e Optimizador: RMSprop (Root Mean Square prop)

e Epocas de Entrenamiento: 400

En la Tabla 10, se detallan los valores de las métricas: RMSE y R-cuadrado
obtenido con los valores de parametros detallados y como referencia los valores previos
al afinamiento final. Adicionalmente en la Figura 24 se incluye el grafico de linea de las
predicciones entregadas por el modelo con respecto a los valores reales del caudal
medio diario.

Tabla 10
Valor de RMSE y R-cuadrado del Modelo Final elegido

Métrica Modelamiento Preliminar Modelamiento Final
RSME (m?/s) 100,44 99,22
R- cuadrado 0,595 0,604

Nota: Elaboracién Propia, 2020

Figura 24 Modelo Final: Valores reales versus Predicciones.

Modelo Final: Valores reales versus Predicciones.

Caudal Promedio Diario del Rio Coca
 Prediccion Modelo Final (dm_45_|_n)

1000~

Series
— Prediccion
— Valor Real

Caudal promedio diario (m?3/s)

Fecha

Nota: Datos del periodo: abril 2019 - marzo 2020, Elaboracion Propia (RStudio), 2020
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Los resultados obtenidos para el Modelo Final arrojan un valor de R-cuadrado de
0,604, lo cual interpretado en porcentaje indica que el Modelo propuesto es capaz de
explicar el comportamiento y las variaciones del Caudal medio diario del Rio Coca en un
60,4%.

Este valor por si solo no es capaz de justificar la aceptacion o negacion de
nuestra hipétesis planteada. Motivo por el cual, es necesario realizar una evaluacién
comparativa con otro modelo que nos sirva de referencia. En este sentido el modelo de
referencia sera el que actualmente se utiliza en la CHCCS para realizar los pronésticos
de la variable estudiada.

Evaluacién Comparativa Entre el Modelo Actual y el Modelo Propuesto

De acuerdo al objetivo del negocio planteado en la seccién: Determinacion de
los Objetivos del Negocio, lo que se pretende a través del presente trabajo es mejorar la
precision en la predicciéon del caudal medio diario del Rio Coca. El caudal es una
variable que tiene una relacion directamente proporcional; por tal motivo al mejorar la
prediccion del caudal medio diario del Rio Coca estaremos en la capacidad de mejorar
la prediccién de la energia que la CHCCS es capaz de producir.

La evaluacion comparativa se efectlo entre los valores que el modelo utilizado
en la CHCCS entreg6 para los periodos de enero a marzo del 2020, y los prondsticos
gue entrega el Modelo Final de la seccion anterior. Mediante la Tabla 11 se detallan las
principales métricas para evaluar el desempefio de un modelo de prediccion, y a
continuacion se presenta, a través de la Figura 25, el grafico de linea con los valores
reales del caudal medio diario, junto a los pronésticos del modelo actual y el Modelo

Final propuesto.



Tabla 11

Valor de RMSE y R-cuadrado del Modelo Final elegido

Métrica Modelo Actual CHCCS Modelo Propuesto

MAE 81,26 60,03
MAPE 32,46 25,70
MSE 16749,38 9214,81
RSME 129,21 95,99

Nota: Elaboracién Propia, 2020

Figura 25 Predicciones de Caudal Real en el Modelo Actual vs. Modelo Propuesto.

Predicciones de Caudal Real en el Modelo Actual versus Modelo Propuesto.

90

Predicciones de Caudal Real para Modelo Actual y Modelo Propuesto
Prediccién Modelo Actual (CHCCS)

Caudal promedio diario (m?/s)

Fecha
— Caudal Real — Prediccion Modelo Actual

Prediccién Modelo Propuesto (dm_45_1_n)

Caudal promedio diario (m?/s)

Fecha

— Caudal Real — Prediccion Modele Propuesto

Nota: Datos del periodo: enero 2020 - marzo 2020, Elaboracién Propia (RStudio), 2020

Segun los resultados obtenidos del andlisis comparativo, entre los prondsticos

entregados por el Modelo de Prediccion actual utilizado en la CHCCS y el Modelo

Propuesto, se desprende que la precision de prondstico mejora en todas las métricas
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utilizadas para evaluar el desempenfo de los modelos. De igual manera, a través del
grafico de linea de las predicciones de ambos modelos se ilustra un mejor ajuste de los
pronédsticos del Modelo Propuesto con respecto a los valores reales del Caudal Medio
Diario del Rio Coca.

Implementacién del Modelo

Con el Modelo Evaluado, tanto de forma intrinseca como en resultados, y
realizado el Modelamiento Final (Afinamiento del Modelo mejor evaluado), permite dar
paso a su implementacién. Dentro de la Metodologia CRISP-DM, que forma parte de la
Metodologia Hibrida, se considera que la implementacion puede incluir la llamada
puesta a Produccion del Modelo construido; o sdlo la elaboracion del Plan para ejecutar
este proceso a futuro.

Plan de Implementacion

El Objetivo de este proceso tiene como fin que el modelo implementado pueda
ser utilizado para la prediccion de nuevos valores, ya sea para su uso en un ambiente
de produccion o para futuras pruebas y afinamientos.

Para lograr este cometido se desarrolld un script de R que lee los datos
histéricos necesarios para que el modelo realice la prediccion; para esto los requisitos
minimos necesarios son:

¢ Instalacion de Lenguaje R (Consola)
e Archivo en formato Excel con las mediciones del caudal promedio, tomadas
previamente para realizar la prediccion
e Modelo Final
Con estos requisitos minimos el Modelo Predictivo puede ser utilizado para

obtener de manera sencilla predicciones de acuerdo a los datos proporcionados a
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través del archivo Excel. En la Figura 26 se ilustra la interfaz en consola de R para
realizar el calculo de prediccion del caudal con base a los requerimientos descritos
anteriormente.

Figura 26 Interfaz de Consola del Modelo Predictivo

Interfaz de Consola del Modelo Predictivo

R R Console (64-bit) — [m] *
Archivo Editar Misc Paguetes Ventanas Ayuda

> source ("C:\\MODELO\\modelo_predicciol
[1] "Cargando Modelo Predictivo...

[1] "Cargando Modelo Archivo 45_caudales_previos.xlszx ..."
[1] "Datos transformados para prediccidn..."

[1] "Calculando prediccion..."

[1] "Valor de prediccidn para Caudal: 198,65726688552 m3/s"

Nota: Elaboracién Propia (R Console), 2020

Despliegue

Para poder desplegar nuestro modelo, y con miras a poder predecir valores con
nuevos datos de entrada, se realiza un entrenamiento final del modelo, sin cambiar lo
parametros definidos, pero con el set completo de datos disponibles. Con esto se
obtuvo un Modelo que puede ser puesto en Produccién, una vez que se cumpla con el
Plan de Implementacién, para poder ser utilizado por el personal de la CHCCS para

futuras predicciones.
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Capitulo V: Conclusiones y Recomendaciones
Conclusiones

¢ De acuerdo a la revisién de literatura, se identificé que el uso de técnicas y
modelos basados en Machine Learning, y de manera especifica de las Redes
Neuronales dentro del campo del Deep Learning, arrojan mejores resultados en
comparacion con técnicas tradicionales (Regresion Lineal, ARIMA) utilizadas para
prediccion de caudales y otros fendmenos estocasticos. Por ende se constituyen en los
métodos a utilizar para definir la capacidad de energia a producir con base a los
caudales predichos.

e Pese a que el caudal del Rio Coca esté directamente relacionados con multiples
variables como: precipitaciones, temperatura, estacion del afio, etc. Se identificé que de
acuerdo a los datos disponibles, tanto por calidad como por cantidad, el caudal histérico
del mismo rio seria la variable para poder predecir su comportamiento a futuro.

e El tratamiento de los registros historicos del caudal como una serie temporal
univariante, permitié la implementacion de un Modelo de Aprendizaje Profundo, que
logra identificar los patrones que sirven como base para realizar pronésticos del caudal
disponible para la CHCCS. Al disponer del valor del caudal con la que contaria la
CHCCS, se puede determinar la cantidad de energia que ésta puede producir.

e Con base en el andlisis comparativo entre el Modelo Propuesto versus el Modelo
Actual utilizado en al CHCCS, se acepta la hipotesis propuesta. La energia que es
capaz de generar la CHCCS esta directamente relacionada con el Caudal del rio Coca;
razén por la cual, al mejorar la predicciéon del caudal, que podra ser aprovechado por la

Central, se estad mejorando de manera directa la prediccion de la energia a producir.
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e El uso de una metodologia de desarrollo para la implementacién del modelo,
sirve de linea base para la ejecucion logica y ordenada de todo el proceso. En este caso
particular la combinacion de la Metodologia CRISP-DM junto con SCRUM permitio
obtener resultados funcionales (agregado de valor) desde las primeras iteraciones; es
decir, contar con una arquitectura técnica y modelos preliminares funcionales; sobre los
cuales, y a través de la ejecucion del resto de “sprints”, se ejecutd el afinamiento y
preparacion para un despliegue del Modelo Final.

e Con el Modelo Final Propuesto se alcanzé un MAPE de 19,60%. Dicho de otra
manera, el Modelo Propuesto tiene una precisién promedio del pronéstico del 80,4%
(100% - MAPE) del valor real de caudal de todo el conjunto de datos (1972 - 2020). El
Modelo desarrollado ademas presenté una mejora en la prediccion, con los datos
disponibles para para el periodo enero 2020 a marzo 2020, el analisis comparativo
arrojo que el Modelo propuesto tiene una precision del 74,3% del caudal real frente al
67,54% del Modelo actualmente utilizado en la CHCCS.

e La automatizacion de todo el proceso de generacion de Modelos, que va desde
la recoleccion y tratamiento de los datos, pasando por la construccion y entrenamiento
de los modelos y finalizando con el calculo de pronésticos del caudal, resultd de
importante ayuda en la optimizacién del tiempo empleado. Sobre todo porque el
proceso de encontrar una arquitectura de modelo, asi como los parametros de
afinamiento constituye un ejercicio iterativo de prueba y error, es asi que, la generacion
automatica de escenarios (distintos modelos) preliminares permitio realizar un proceso
gradual de discriminacion de opciones hasta llegar al Modelo final planteado.

e La experiencia y conocimiento sobre el comportamiento de las variables

involucradas en la implementacion de Modelos de Aprendizaje automéatico son de vital
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importancia y aporte para lograr que, tanto la cantidad como la calidad de informacion
disponible, esté garantizada con el fin de poder alcanzar los objetivos planteados del
negocio a través de las herramientas que nos ofrecen técnicas como el Machine
Learning.

Recomendaciones

e Siempre que sea posible, la definicion e implementacion de una Arquitectura
Técnica que apalanque todo el proceso de Modelamiento debe formar parte de las
actividades incluidas en el alcance del trabajo propuesto. El registro y disponibilidad de
los resultados obtenidos de manera preliminar al establecimiento de un Modelo a ser
desplegado, serviran para orientar esfuerzos futuros, a optimizar soluciones que
responden a los objetivos planteados, y a su vez descartar las que no han arrojado
resultados satisfactorios.

e Lainclusion a futuro de nuevas variables, ademas de los registros histéricos del
caudal del Rio Coca, pueden ayudar a aumentar el porcentaje con el cual el Modelo es
capaz de explicar el comportamiento del caudal medio diario del Rio Coca. Valerse de
informacion complementaria como: temperatura ambiental, precipitaciones, caudales de
rios que desembocan en el rio Coca o sus afluentes, entre otras, pueden ser de gran
aporte para robustecer el Modelo Propuesto o plantear un nuevo modelo de prediccion.

e Con el auge que actualmente ha tomado tematicas como el Machine Learning,
Data Science, Data Analytics, Big Data, etc. han promovido el desarrollo de
herramientas cada mas intuitivas para que los usuarios puedan experimentar con estos
conceptos. Por lo cual, el uso de estas herramientas es totalmente recomendable para
hacer mas eficiente el proceso de implementacion y uso de sus funcionalidades. Sin

embargo, el uso de estas herramientas, debe venir siempre acompafado de la
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comprension de los conceptos tedricos utilizados, esto ayudara a que el afinamiento,
gue conlleva iteraciones de prueba y error, consiga alcanzar los objetivos planteados a
través de esfuerzo y tiempos aceptables.

e Es importante establecer umbrales de precision aceptable para las métricas
planteadas para la evaluacion de los resultados entregados por un Modelo como el
propuesto a través del presente trabajo. La importancia de este punto radica en poder
establecer limites para que el proceso de afinamiento y pruebas de distintas
arquitecturas y parametros de los modelos, a fin de que no resulte en un nimero
iteraciones extremadamente altos y mejoren el desempefio objetivo del modelo, o por el
contrario, un nimero corto de iteraciones no permita alcanzar el desempefio que el
modelo puede entregar.

e Sibien es cierto el pronéstico del caudal medio diario del rio Coca es de gran
utilidad para el personal de la CHCCS, y de manera general para la prediccion de la
energia que se puede generar; el comportamiento del caudal en periodos mas cortos o
extensos que el estudiado son de vital importancia para otros frentes de la Central. Por
tal motivo, se recomienda para trabajos futuros incursionar en la prediccion del caudal
por horas, semanas, meses, etc. Aspectos tan criticos como la erosién actual del rio
Coca justifican de sobremanera poder contar con la capacidad de adelantarnos a
futuros fendmenos, aprovechando el potencial que entregan las herramientas de
aprendizaje computacional como las Redes Neuronales.

e El proceso de recoleccion y comprension de los datos que seran utilizados como
entradas para los Modelos como el desarrollado, deben contar con el aporte del
conocimiento y experiencia de las personas que trabajan de manera directa con estos

registros. Esto evitara definiciones erréneas y reprocesos en el proceso de modelado.
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